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Oz

Bankacilik, miisterilerle sik sik iletisime girilmesi gereken bir sektordiir. Bankalar miisterilerine, onlarin durumlarina uygun bir kredi
vermek istediginde miisteriyi telefonla ararlar. Cogu zaman miisteri, teklif edilen krediyi reddeder, bu da miisteriyle iletisime gegen
personelin zamanindan bilyiik bir kayiptir. Bu ¢alismada, banka miisterilerinin verilerinin bulundugu veri seti ele alinarak ve ¢esitli
makine 6grenmesi siniflama modelleri kullanilarak miisterinin kredi alip almayacagi tahmin edilmistir. Elde edilen ¢alisma sonuglarina
gore, makine 6grenmesi yontemleri ile miisterinin kredi alma egilim tahmini bagarili bir sekilde gerceklesmistir. Caligma sonucunda
K-Best uygulanan modellerin arasinda dogruluk degeri en yiiksek olan siniflandirict modelinin %98,86 ile Rastgele Orman algoritmasi
oldugu, 6zellik se¢imi yapilmadan egitilen modellerin arasinda en yiiksek olan modelin %93,66 ile Rastgele Orman algoritmasi oldugu,
cross-validation ve grid search ile egitilen modellerin arasinda ise en yiiksek degerin %98,6 ile Rastgele Orman algoritmasinda oldugu
gOriilmiistir.

Anahtar kelimeler: Makine Ogrenmesi, Bankacilik, Kredi Tahminleme, Siniflandirma Algoritmalari.

A Comparative Analysis of Bank Customers' Loan Propensity Using Machine
Learning Methods

Abstract

Banking is a sector that requires frequent communication with customers. When banks want to give their customers a loan that suits
their situation, they call the customer by phone. The often time customer rejects the loan offer, which is a huge waste of time from the
staff contacting the customer. In this study, the customer's tendency to take credit was estimated using the data set of bank customers'
data and various machine learning classification models. According to the results of the study, the prediction of the customer's tendency
to take credit with machine learning methods has been successfully realized. As a result of the study, among the models applied K-
Best, the classifier model with the highest accuracy value was found to be the Random Forest algorithm with 98.86%. Among the
models trained without feature selection, the highest model was found to be the Random Forest algorithm with 93.66%. Among the
models trained with cross-validation and grid search, the highest value was found in the Random Forest algorithm with 98.6%.

Keywords: Machine Learning, Banking, Credit Estimation, Classification Algorithms.

almaktadir. Bankacilik sektoriinde bankalar kendi

1. Giris (Introduction) miisterilerine onlar1 telefonla arayarak ilgili miisteriye
) .. 5 kredi teklifi yaparlar. Miisteri teklifi degerlendirir ve
Bu calisma, Kranti Walkq nm haglrlamls oldugu onay verip vermedigini belirtir; fakat bu belirtilen teklifi
Bank Personal Loan Modelling” veri setinden yola miisteriye ilettikten sonra alman olumsuz cevap hem
cikarak banka miisterilerinin teklif edilen krediyi alma zaman hem de is giicii almaktadir. Bunun ®niine
eglhr_nlerlmn fa_rk_h makine Ogrenme yént(_an_ﬂerlyle gecebilmek icin miisterilerin verileri analiz yapilmali
tahmin edilmesini ve performans analizlerini konu elde edilen bilgilerden yola cikarak kredi alma
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egilimlerini tahmin etmek zaman ve i giicii tasarrufu
acisindan bilylik yarar saglayacaktir. Misteri sayisinin
az oldugu durumlarda insan eli ile analiz yapmak basittir
ancak miisteri sayisinin ¢ok fazla oldugu bir bankada
analiz yapmak zor, hatta imkansiz hale gelir. Bu yiizden
bilgisayarda incelemelerin yapilmasi, miisterinin kredi
alma profilinin ¢ikarilmas1 gerekir, bunun igin de
devreye makine Ogrenmesi girmelidir.  Sonug
saglayabilmek i¢in veri setinden miisterilerin maas,
aylik kredi kart1 kullanimi, limit bilgileri gibi verilerin
incelenerek  bir  makine  6grenmesi  modeli
olusturulmalidir. Miisteri verileri analiz edilerek
miisterinin krediyi alip almayacagi tahmin edildigi i¢in
diger ozellikler hedef alinarak farkli ¢ikarimlarda da
bulunulabilir, 6rnek olarak kredi kart harcamalarindan
aylik gelir tahmini yapilabilir.

Bu ¢alismada yapilan iglem sonucunda miisterinin
kredi alma egilimi dogru tahmin edilirse misteriye
yapilacak teklif tekrardan degerlendirilebilir, teklif
paketi kapsami bu ¢ikarima gore genisletilebilir ya da
daraltilabilir. Bu sayede banka miisteriye yliksek veya
diigik bir teklifte bulunmaz. Miisterinin ihtiyact
dogrultusunda teklif yapilacagi i¢in de miisteri servisten
memnun kalir ve bankanin sadakat puani yiikselir.
Teknolojinin hizla ilerledigi bu yillarda bankacilik
sektoriiniin de ilerlemesi gerekmektedir. Yapay zekanin
bankacilik sistemlerinde uygulanmasi miisteri-banka
arasindaki  koprilyii  saglamlagtirmakla kalmayip
yapacagl c¢ikarimlarla misteri ve bankanm detayl
analizlerinin yapilmasim saglar. Bu sayede veriler ve
miigteri iliskileri saglamlasir. Bu ¢aligmada, bir
bankanin miisteri verilerinden kredi alma egilimi tahmin
edilmeye ¢alisilmis, bunun i¢in makine 6grenme modeli
egitilmis, test verilerinin sonuglar1 ve gergek verilerin
kredi alma egilimlerinin sonuglar1 karsilastirilarak
performans analizi yapilmistir. Bu c¢aligmada elde
edilmesi amaglanan basarim makine Ogrenmesi
yontemlerinde ¢apraz dogrulama ve izgara arama
yontemlerinin  sonuglara nasil katki  sagladigim
gozlemlemek ve benzer veri seti kullanilmig
caligmalarla karsilagtirmaktir. Literatiirde bu veri setini
kullanan bagka bir ¢alisma bulunmamis, bu yilizden
misterilerin  davraniglarmin  tahminlemesi iizerine
yapilan bu c¢alismada diger modellerin performans
sonuglart ile karsilastirmasi yapilmamustir, literatiirde
bu veri seti ilk kez kullanildig1 igin literatiirde ilk
olacaktir. Calismada siiflandirma yontemleri olarak k-
En Yakin Komsu, Lojistik Regresyon, Karar Agagclari,
Rastgele Orman ve Destek Vektdr Makinesi yontemleri
kullanilmis, sonug¢ olarak miisterinin kredi alip
almayacaginin tahmin edilmesi amaglanmistir.

1.1. Benzer ¢alismalar (Similar studies)

Yapilan literatlir taramasinda, caligmalarda genel
olarak kredi risk tahminleri yapilmis, bu c¢alismadaki
gibi miisterinin krediyi kabul etme tahminlemesi degil,
bankanmn  miisterinin  bagvurusunu kabul etme
tahminlemesi yapilmistir.

Arun, Ishaan ve Sanmeet (2016) tarafindan yapilan
calismalarda miisterilerin basvurulari degerlendirilerek
krediye en uygun miisterinin tahminlemesi amaglanmig
ve caligmalar yapilmistir. Cinsiyet, medeni durum,
vasilik, egitim durumu, gelir, ek gelir, bagvurulan kredi
miktari, kredi siiresi, sahip olunan taginmaz mallar gibi
veriler lizerinden kredinin kabul edilip edilmeyeceginin
tahmini amaglanmistir. Metot olarak Karar Agaclari,
Rastgele Orman, Lineer Modeller, Neural Net ve
AdaBoost kullanilmas, siniflandirma
gerceklestirilmigtir. Performans test sonuglar1 makaleye
verilmemistir.

Alan (2020) tarafindan yapilan ¢alismada, en iyi
siniflandirma modelinin  belirlenmesi igin ¢apraz
dogrulama yontemlerinden hold-out ve Kk-katli ¢apraz
dogrulama kullanilmis, bu iglemler 32 ayr1 veri setine
uygulanmstir. Veri setlerinin arasinda Portekiz Bankasi
Pazarlama veri setinde ¢apraz dogrulama ile en iyi
modelin %88,75 dogruluk oranma sahip olan DVM
siniflandiricist oldugu tespit edilmis, AUC oram %53,32
ve F1 skor degeri ise %61,07 olarak elde edilmistir. Veri
seti tizerindeki c¢alisma sonucunda dogruluk degeri
%86,35, AUC degeri %60,23 ve F1 skoru ise %61,83
olarak elde edilmistir.

Serengil, Imece, Tosun, Biiyiikbas ve Ké&roglu
(2021) tarafindan yapilan c¢alismada tahsili geciken
kredinin farkli siniflandirma algoritmalar: ile tahmin
edilmesi ve karsilastirilmas1 amaclanmustir. Ozel bir
bankanin 181.276 adet miisteri verisinden olusan bir
veri seti kullanilmigtir. Veri setinde miisteri 6deme
geemisi, bilancolar, dnceki kredi kart1 6demeleri, diger
bankalardan gelen risk ve limit verileri gibi 6zellikler
bulunmaktadir. Sonug¢ olarak elde edilecek degerler
saglikli, gecikmeli ve tahsili gecikmig kredi degerleridir.
Veri seti farkli modellerde test edilmis ve
kargilagtirmalar sonucunda problem ig¢in en uygun
modelin 0.90 6zgiilliik, 0.87 kesinlik, 0.77 duyarlilik ve
0.82 F1 skoru olarak elde edilmistir.

Yapilan literatiir taramasina gore bu probleme en
uygun modeli bulmak i¢in farkli smiflandiricilar
kullanmali1 ve asir1 uyma problemini ortadan kaldirmak
i¢in grid search ve modelin en iyi durumunu gérmek igin
capraz dogrulama yapilmalidir.

1.2. Simiflandirma yéontemleri (Classification
methods)

Yapilan bu calismada makine Ogrenmesi
uygulamalar1 i¢in ¢esitli siiflandirma algoritmalari
kullanilmistir. Calisma kapsaminda kullanilan veri
setleri tizerinde k-En Yakin Komsu (kNN), Lojistik
Regresyon, Karar Agact ve Rastgele Orman
smiflandirict algoritmalart uygulanmis ve performans
degerlendirme analizleri yapilmistir. Alt basliklarda
calismada kullanilan algoritmalar basitce kisaca
agiklanmistir.
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1.2.1. k_En Yakin Komsu Algoritmasi (k-Nearest
Neighbor Algorithm)

k-En Yakmm Komsu Algoritmasi, regresyon ve
smiflandirma i¢in kullanilan popiiler algoritmalardan
biridir. Adindan da anlasilacagi {izere algoritmaya
verilen degerler lizerinde, verilen k sayis1 kadar en yakin
noktalara bakilir, verilen drnege en yakin olan k kadar
deger segilir ve cogunluga sahip olan deger Ornege
atanir. K sayisinda ¢akigma olmamasi i¢in genel olarak
tek say1 verilmelidir (Rasjid, Setiawan,2017). Bu
mesafelerin Olgiilmesinde genellikle 1. esitlikte verilen
Oklid mesafe formiiliinii kullanilir. (Kiling v.d.,2016)

d (xy) = T, Or — x)° (1)
1.2.2. Lojistik Regresyon Analizi (Logistic
Regression Analysis)

Kesikli olarak iki degerin iginde, yani 1 veya 0 gibi,
bir sonug¢ veren, kesikli veya siirekli verilerin
incelenebildigi bir algoritmadir. Anlamlilik tespiti ile
modelin ve parametrelerin olabilirlikleri tespit edilir ve
tahminleme yapilir (Field,2009). 2. esitlikte degerlerin
gerceklesme olasiliginin formiilii verilmistir. (Coskun
v.d.,2004)

EJ:JS +,l'-‘1]-.'l.'
1+&fothix @

II (x) =

1.2.3. Karar Agaglar: (Decision Trees)

Diiglim, dal ve yaprak olmak tizere 3 adet kisimdan
olusur. Her ozellik bir diigiime atanmustir, veriler kok
diigiimde saklanir. Kok tarafindan itibaren yukari dogru
dali olmayan diiglimlere ve yapraklara gelene kadar bu
sorular sorulur. Performans iyilestirmesi yapilmasi i¢in
birbirini baglayan diigiimlerin baglantisin1 kesip yerine
yaprak koyarak budama yapilmali, veri ile alakasiz
dallarin gereksiz yere islenmesinden kaginilmalidir.
Siniflara ait entropi 3. esitlikte verildigi gibi hesaplanir.

Entrepi (T) = Xiplog, (p,) ©)

Entropi  hesaplandiktan sonra ise bdliinme
sonucunda elde edilen kazan¢g da 4. esitlik gibi
hesaplanir. (Akar, Giingér, 2012)

Kazang (B, T) = Entropi (T) — EF -iEntrupf (T)(4)

=l |r

1.2.4. Rastgele Orman (Random Forest)

Regresyon ve siniflandirma igin de kullanilabilen
Rastgele Orman algoritmas1 karar agaglardaki
overfitting problemini giderir (Ali, vd., 2012). Rastgele
karar agaclarindan bir orman olusturur ve bunlari
birlestirir. {lk asamada olusan siniflandiriciya gore
tahminleme yapilir. N adet 6zellik i¢inden K kadar

ozellik secilir ve segilen Ozellikler arasindan en iyi
noktaya gore sonraki diiglim hesaplanir. Diigiim, ¢ocuk
diigiimlere ayrilir ve hedeflenen diigiim sayisina ulasana
kadar oOzellik segme ve c¢ocuk diigiimlere ayirma
tekrarlanir. Tahminleme asamasina gelindiginde ise
rastgele secilen bir karar agacinin oylar1 hesaplanir ve
en yiiksek oy alan tahmin se¢ilir. (Biau, Scornet, 2016)

1.2.5. Destek Vektor Makinesi (Support Vector
Machine)

Destek  Vektér Makinesi(DVM), veri setinde
degiskenler arasindaki iligkilerin bilinmedigi, siniflara
ait  verileri  aywabilmek  i¢in  smiflandirma
problemlerinde kullanilir. Lineer verilerde dogrular
tizerinde marjini en yiiksek olan dogrunun seg¢ilmesi
amaclanmig, lineer olmayan verilerde ise veriyi daha
yiiksek boyutta bir uzaya taginir ve en iyi hiper diizlem
bulunur. (Aksehirli, v.d., 2013) (Burges, 1998)

1.3. Algoritmalarin Karsilastirilmasinda
kullanilan Kriterler (Criteria used in comparing
algorithms)

Algoritma smiflandirma islemi sonucunda elde
edilen hata matrisinde 4 adet deger vardir. True Positive
tahminin dogru, ozelligin de dogru olmasi, True
Negative tahminin yanlis fakat 6zelligin dogru yerde
olmasi, False Positive tahminin dogru fakat 6zelligin
yanlis olmasi, False Negative ise tahminin ve 6zelligin
yanlis olmast durumlaridir. (Gok, 2017) Tablo 1’de
karmagiklik matrisinin degerleri vardir ve TP, TN, FP ve
FN degerleri burada yerlerine yazildiklari degerleri
alirlar.

Tablo 1. Karmagiklik Matrisi (Confusion Matrix)

Tahmin Edilen
. Pozitif Negatif
— 80 Pozitif TP FN
<A Negatif FP TN

1.3.1. Dogruluk Orani (Accuracy)

Dogruluk orani, modelde dogru tahmin edilen
verilerin tiim verilere orani ile bulunur. Ornek olarak
100 adet veri setinde dogru tahmin edilen veri sayis1 60
ise dogruluk orani %60 olacaktir. Dogruluk oram
hesaplamak i¢in 5. esitlikteki formiil kullanilir.

TP+TN
TP+FP+ TN+FN

®)

Dogruluk =

1.3.2. Kesinlik (Precision)

Kesinlik orani, modelde pozitif olarak tahmin edilen
verilerin ka¢ adetinin gercekte kag tanesinin pozitif
oldugunun oramidir. Kesinlik orani hesaplamak icin 6.
esitlikteki formiil kullanilir.

TP
TP + FP

Kesinlik =

(6)
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1.3.3. Duyarhilik (Recall)

Duyarlilik orani, pozitif olmasi gereken degerlerin
ne kadarmin pozitif olarak tahmin edildigini gosteren bir
orandir. Duyarlilik hesaplamasi igin 7. esitlikteki formiil
kullanilir.

TP
TR+ FN

Duyarlhilik = @)

1.3.4. F-Degeri (F-Score)

F-Skor orani, kesinlik ve duyarlilik degerlerinin
harmonik ortalamasidir. U¢ durumlarin da hesaba dahil
edilmesi i¢in harmonik ortalama alinir. F-Skor
hesabi i¢in 8. esitlikteki formiil kullanilir.

Duyarlilik « Kesinlik

FI=2s(

) (8)

Duyariitk + Kesinlik

1.3.5. Alict Calistirma Karakteristik Egrisi
(Receiver Operating Characteristic Curve)

Alict Calistirma Karakteristik Egrisi (ROC), tim
smiflandirma esiklerindeki smiflandiricinin
performansini gosterir. Siiflandirma esigini diisiirmek
daha fazla degerin siniflandirilmast demektir. ROC
egrinin True Positive Rate (TPR) ve False Positive Rate
(FPR) olmak iizere iki adet parametresi vardir. TPR,
duyarliliga benzerdir ve 9. esitlik gibi hesaplanir.

©)

FPR ise 10. esitlik gibi hesaplanir.

FPR = (10)

FP+TN

1.3.6. AUC Orant (Area Under the Curve Rate)

Area Under the Curve (AUC), ROC egrisinin altinda
kalan alani hesaplar, tiim siniflandirma esikleri arasinda
performans hesaplarinin toplamlarini gosterir. AUC
orani 0-1 arasindadir, %100 hatali tahmin eden bir
modelin AUC orani 0.0 iken %100 dogru tahmin eden
bir modelin AUC orani1 1.0°dir. (Zhang, 2016)

2. YONTEM (Method)

2.1. Veri seti (Data set)

Bu yazida Kranti Walke’nin hazirlamis oldugu
“Bank Personal Loan Modelling” adli, Thera Bank
adinda bir bankanin miisterilerinin verilerini i¢eren bir
veri seti kullanilmistir. Veri setinde yas, deneyim, gelir,
posta kodu, ailedeki kisi say1si, aylik kredi kart harcama
ortalamasi, egitim durumu, eger varsa evinin mortgage
degeri, menkul kiymet hesap varligi, mevduat hesap
varlig1, online islem kullanicisi olup olmadigy, kredi kart
varligr ve son teklif edilen kredi teklifini kabul edip
etmedigi ozelliklerini igerir. Veri seti 14 6znitelik ve
5000 adet Ornekten olusmaktadir. Veri setine ait
Oznitelikler ve agiklamalar1 Tablo 2°de verilmistir.

Veri seti igindeki essiz veri sayisi, ortalama, medyan
ve standart sapma degerleri Tablo 3’te verilmistir

Tablo 2. Banka miisterileri veri seti dznitelikleri ve agiklamalari (Bank customers dataset attributes and descriptions)

Oznitelik Aciklama
Age Tamamlanan yil olarak yast
Experience Y1l olarak is deneyimi
Income Kisinin y1llik geliri (Gelir = Veri * 1000 $)
ZIPCode Bulundugu yerin posta kodu
Family Yasadig1 yerdeki veya ailesinde bulunan kisi sayisi
CCAvg Aylik ortalama kredi kart1 harcama (Harcama = Veri * 1000 §)
Education Egitim Durumu
1 = Lisans
2 = Lisansiistil
3 = Doktora
Mortgage Eger varsa evinin mortgage degeri (Deger = Veri * 1000 $)
Personal_Loan Son kampanyada miisterinin kredi teklifini kabul edip etmemesi
1=Evet
0 = Hayir
SecuritiesAccount Miisterinin bankada mevduat hesabimin varlig
1=Var
0=Yok
CDAccount Miisterinin bankada menkul kiymet hesabinin varligi
1=Var
0=Yok
Online Miisteri bankanin internet bankaciligini kullantyor mu?
1=Evet
0 = Hayir
CreditCard Miisteri kredi kart1 kullantyor mu?
1=Evet
0 = Hayir
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Tablo 3. Veri setindeki egsiz veri, standart sapma, ortalama ve medyan degerleri (Unique data, standard deviation, mean and median values

in the data set)

Ozellik E$§;Zyl\sllen Standart Sapma Ortalama Medyan Min Max
Age 45 11.463166 45.3384 45 23 67
Experience 47 11.467954 20.1046 20 0 43
Income 162 46.033729 73.7742 64 8 224
ZIPCode 467 2121.852197 93152.503 93437 9307 96651
Family 4 1.147663 2.3964 2 1 4
CCAvg 108 1.747659 1.937938 15 0 10
Education 3 0.839869 1.881 2 1 3
Mortgage 347 101.713802 56.498 0 0 635
Personal_Loan 2 0.294621 0.096 0 0 1
SecuritiesAccount 2 0.305809 0.1044 0 0 1
CDAccount 2 0.238250 0.0604 0 0 1
Online 2 0.490589 0.5968 1 0 1
CreditCard 2 0.455637 0.294 0 0 1

Veri setinin korelasyon matrisi ve sicaklik haritasi
Sekil 1°de verilmistir.

Sekil 1. Veri setinin sicaklik haritasi (The temperature map of
the dataset)

2.2. Nitelik se¢gme (Feature selection)

Bu veri setinde ozellikler, tek degiskenli analiz
yontemi olan K-Best yontemi ile ¢ikarilmistir. K-Best
yoOntemi, veri seti iizerinde hedefe yonelik tek degiskenli
istatistik testler yapar ve en yilksek skor yapan
ozellikleri belirtilen k sayis1 kadar alir. Bu ¢aligma i¢in
k sayisi, calismalara gore dogruluk ve kesinlik
oranlarmin en yiiksek oldugu, 10 olarak belirlenmistir, 9
oldugunda en yiiksek dogruluk degeri %94, 8 oldugunda
ise %88 c¢ikmaktadir. 11 Oldugunda da aynmi sekilde
dogruluk degeri diismektedir. Ozellik segme asamasinin
sonucunda Ozellik olarak kullanilarak siitunlar: Yas
(Age), gelir (Income), ailedeki kisi sayisi (Family),
kredi kart1 aylik ortalama harcama (CCAvg), egitim
durumu (Education), mortgage durumu (Mortgage),
menkul kiymet hesap varligi (SecuritiesAccount),
mevduat hesap varligit (CDAccount), online islem
kullanicisi olup olmadigi (Online) ve kredi kart
kullanicisi olup olmadigi (CreditCard) siitunlaridir,
hedef siitun ise kredi alip almadigi (Personal Loan)
situnudur, yani tahmin edilmek istenen veri bu
stitundadir.

3. Calisma Sonuclar1 (Study Results)

Bu calismada makine Ogrenmesi siniflandirma
algoritmalarindan kNN, Lojistik Regresyon, Karar
Agaci ve Rastgele Orman algoritmalar1 kullanilmstir.
Veri setinde model olusturmak i¢in veriler %70 egitim,
%30 test olarak ayrilmistir. Biitiin algoritmalarda
rastgele durum 0 olarak belirlenmistir. Rastgele Orman
algoritmasinda agac sayisi 10 olarak belirlenmistir. KNN
algoritmasinda komsu sayist 3 olarak belirlenmistir.
Rastgele Orman algoritmasinda agac sayist ve kNN
algoritmasinda komsu sayisi, sayilar denenip sonug
olarak dogruluk orani en yiiksek elde edilen sayilar
almmustir. Veri seti lizerindeki null degerler silinmis,
bazi verilerdeki deneyim degeri 0°dan kii¢iik olan veriler
saptanmis, bu veriler silinmistir.

Miisterilerden kredi teklifini reddedenlerin kredi kart
harcama ortalamalarinin orta degeri 1400 olarak elde
edilmis, kredi teklifini reddedenlerin kredi kart harcama
ortalamalari ise 3800 olarak elde edilmistir.

Tiim 6zelliklerin ortalamasi Tablo 4°te verilmistir.

Ortalama degerlere gore kredi teklifini kabul edenler
miigterilerin  %9,6’likk  bir kismini olusturmaktadir.
Bunun yaninda internet bankacilig1 kullananlarin orani
%59,68, kredi karta sahip olan miisteri oran1 %29,4,
aylik ortalama kredi kart1 harcamasi ise 1937,938%’dur.
Yillik gelir ortalamasi ise 73.774,208dur.

Egitim durumu ve yillik gelir agisindan kredi
teklifini kabul etme durumu Sekil 2.’de verilmistir.

Tablo 4. Ozelliklerin ortalama degerleri (Average values of

features)

Ozellik Ortalama
Age 45.338400
Experience 20.104600
Income 73.774200
ZIPCode 93152.503000
CCAvg 1.937938
Education 1.881000
Mortgage 56.498800
Personal_Loan 0.096000
SecuritiesAccount 0.1044000
CDAccount 0.060400
Online 0.596800
CreditCard 0.294000
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Sekil 2. Egitim durumu ve yillik gelire gore kredi teklifini
kabul etme durumu kutu grafigi (Box chart of accepting loan offer
by education and annual income)

Sekil 2’deki grafige gore geliri yiiksek olan
miisteriler daha ¢ok kredi alma egilimine sahip iken,
lisans mezunu olan miisterilerde teklifi reddedenlerin
gelir aralig1 biraz daha fazladir.

Egitim durumu ve mortgage degerine gore kredi
teklifini kabul etme durumu Sekil 3’te verilmistir.
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Sekil 3. Egitim durumu ve mortgage degerine gore kredi

teklifini kabul etme durumu kuru grafigi (Graph of accepting a
loan offer by education level and mortgage value)

Sekil 3’teki sicaklik haritasina gore kredi teklifini
kabul etme durumunun en ¢ok yillik gelir ve kredi kart1
harcamasi ile iligkisi vardir.

Veri setinden ID, ZIPCode ve Experience 6zellikleri
cikarilarak %70 egitim ve %30 test olarak
ayrilmiglardir. Egitim ve test i¢in ayrilan veriler
Ol¢eklenmistir. ID ve ZIPCode 6zelliklerinin ¢ikarilma
sebebi sonuca ulagsmak icin gerekli olan o6zellikler
olmadiklart i¢indir. Experience 6zelliginin ¢ikarilma
sebebi ise Age 6zelligi ile neredeyse ayni oldugu ve bu
yiizden tekrarli bir veri gibi goriilecegi i¢in ¢ikarilmistir.

Tim siniflandirma algoritmalarina goére veriler
modellenmis ve dogruluk, kesinlik, duyarlilik ve F-Skor
degerleri Tablo 5’te verilmis ve dogruluk oranlarina
gore bir siraya konulmustur. Elde edilen sonuglara gore
bu calisma i¢in uygulanabilecek en kotii algoritmanin
Lojistik Regresyon ydntemi, en iyi algoritmanin ise
Rastgele Orman algoritmasi oldugu gosterilmektedir.

Tablo 5. K-Best ile Model performans degerleri (Model performance values with K-Best)

Isim Kesinlik Duyarlilik F-Skor Dogruluk Sira
Lojistik Regresyon 0.93 0.95 0.98 0.95 5
Karar Agaci 0.93 0.95 0.94 0.9793 3
Rastgele orman 0.99 0.94 0.96 0.9886 1
DVM 0.96 0.92 0.93 0.9832 2
kNN 0.96 0.83 0.88 0.966 4

Tablo 6. Ozellik se¢imi yapilmadan &lgiilen model performans degerleri (Model performance values measured without feature selection)

Isim Kesinlik Duyarlilik F-Skor Dogruluk Sira
Lojistik Regresyon 0.88 0.94 0.91 0.93666 2
Karar Agact 0.90 0.89 0.89 0.88733 5
Rastgele orman 0.91 0.94 0.91 0.93666 1
DVM 0.88 091 0.90 0.91544 4
kNN 0.90 0.93 0.91 0.93133 3

Tablo  6’daki  oOzellik secimi  yapilmadan
uygulandiginda elde edilen performans sonuglarina gore
0.91 kesinlik ve 0.93666 dogruluk orani ile Rastgele
Orman algoritmasinin en 1iyi sonu¢ verdigi elde
edilmistir. Tablo 6’ya ve Tablo 5’e gore 6zellik se¢imi
yapildiktan sonra performans iyilesmesi
gozlemlenmistir.

Calisma sonrasinda asirt uymayt (overfitting)
engellemek icin Grid Search (1zgara arama) ve bagimsiz

veri setinde en iyi modeli se¢mek i¢in ¢apraz dogrulama
(cross-validation) uygulanip testler uygulanmis, testin
performans sonuglar1 Tablo 5°te verilmistir. ROC egrisi
ise Sekil 4’te verilmistir.

Capraz dogrulama Stratified K-Fold yontemi ile
gerceklestirilmis, katlama(fold) oram1 5, diger
parametreler varsayilan olarak belirlenmistir. lzgara
aramada ise karar agaclar1 algoritmasinda en fazla
derinlik(max depth) 2, 3, 4 olarak belirlenmis; en az
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ornek sayisi (min samples leaf) 0.12, 0.14, 0.16 ve 0.18
olarak belirlenmistir, diger algoritmalarda ise varsayilan
degerler atanmis ve 1zgara arama islemi
gergeklestirilmistir.

Tablo 7’ye gore bu problem igin en uygun olan
modelin ¢apraz dogrulama orani 0.997, dogruluk orani
0.986, AUC oram1 0.998 olan Rastgele Orman
algoritmasi oldugu elde edilmistir.

Tablo 7. Capraz Dogrulama ve Grid Search uygulanan
modellerin performans sonuglart (Performance results of models
with Cross Validation and Grid Search applied)

Model Capraz Model AUC
Dogrulama  Dogruluk Orani
Dogruluk Orani
Orani
Karar 0.99634 0.97933 0.97721
Agaglari
Lojistik 0.88495 0.92933 0.95029
Regresyon
Rastgele 0.99734 0.986 0.99882
orman
DVM 0.9279 0.942 0.95356
kNN 0.95840 0.91333 0.92927
SVMm Lojistik Regresyon

Receiver Operating Characteristic {ROC} Curve

Receiver Operating Characteristic (ROC) Curve

True Positive Rate

00 &7 ROC
oo o2 o4 o' o v oo 02 04 06 o8 10
False Positive Rate False Positive Rate
Karar Agaclari Random Forest
Receiver Operating Characteristic (ROC) Curve

0o 02 04 06 o8 10
False Positive Rate

kNN

Sekil 4. ROC Egrisi (Roc Curve)

4. Sonuclar (Conclusions)

Bankalarda yapay zekd ve makine Ogrenmesi
kullanimi her gecen giin artmakta, Ornek olarak
miisterilerin ilgi alanlar1 ve para ¢gekme egilimleri gibi
islemlerin tahminlemesi yapilmaktadir. Bu
tahminlemelerin yapilabilmesinin bir insan tarafindan
yapilmasit imkansiza yakindir, ¢linkii bankalarin
binlerce, hatta milyonlarca miisterisi bulunmaktadir. Bu
yiizden yapay zekd ve makine Ogrenmesinin
kullanilmas1 gerekmektedir.

Bu c¢alismada makine oOgrenmesi siniflandirma
algoritmalarindan kNN, Rastgele Orman, Lojistik

Regresyon, Karar Agaci kullanilmis, K-Best ile yapilan
ozellik se¢iminde yapilan ¢alisma sonucunda elde edilen
verilere gbére bu g¢alisma i¢in en uygun olan
siniflandirma algoritmasi dogruluk degeri 0,9886 ile
Rastgele Orman algoritmasidir. fkinci en iyi algoritma
ise 0,9832 ile Destek Vektdr Makineleri algoritmasidir.
En kot algoritma ise 0,95 ile Lojistik Regresyon
algoritmasidir. Ozelliklerin fazla olmas1 ve korelasyon
matrislerinde ¢cogu 6zelliklerin degerlerinin birbirlerine
yakin olmamasi yiiziinden kot bir performans
beklenirken, iki ozellik arasinda degil, ¢ok sayidaki
Ozelligin Dbirbirlerine baglantili olduklarin1 gosterir.
Ozellik segimi yapmadan yapilan ¢alisma sonucunda ise
0,91 Kesinlik, 0,94 Duyarlilik, 0,91 F-Skor ve 0,93666
Dogruluk ile Rastgele Orman en yiiksek dogruluga sahip
model olmus, Ozellik se¢imi yapmanin &nemi tiim
sonuglarm  dismesinden  anlasilmistir.  Capraz
dogrulama ve grid search uygulanan modelde en iyi
sonucu ¢apraz dogrulama orani 0,997, dogruluk oram
0,986 ve AUC oram1 0,998 ile Rastgele Orman
algoritmasi elde etmistir, bu da veri setinde asir1 uyma
problemini ve en iyi sonug elde edecek olan modeli elde
etmeye yardimci olmustur.

Bu c¢alismanin sonucunda miisterilere teklif
gonderirken miisterilerin kabul edebilme durumlarini
tahmin edebilen bir uygulamanin yapilabilecegi, bu
sayede miisteri temsilcilerinin ig gliciinden ve zamandan
tasarruf edilebilecegi diisiiniilmektedir. Daha 6nce bu
veri seti ile bir ¢alisma yapilmadigi igin gelecekte bu
veri seti ile yapilacak olan ¢aligmalara katki saglamasi
diigiiniilmektedir.
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