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YENI BiR OZELLIK SECIM YONTEMI VE OZELLIiK SECIM YONTEMLERININ
SINIFLAMA PERFORMANSLARININ KARSILASTIRILMASI

Tenzile Erbayram! ve Murat Erisoglu?

OZET

Ozellik segimi, veri analizinde veri hazirlamak icin uygulanan &n islemlerden biridir. Ozellik
secimi basitge orijinal 6zellik kiimesinden en uygun 6zelliklerin alt kiimesinin se¢im iglemidir. Bu
yontemler, orijinal veri setinde alakasiz ve gereksiz bilgiyi belirlemeye ve kaldirmaya calisir. Bu
calismada sinif bilgisi kullanilarak degisim katsayisina dayali yeni bir 6zellik se¢im ydntemi
onerilmistir. Onerilen dzellik secim yonteminin etkinligi, gercek veri setleri kullanilarak diger iyi
bilinen 6zellik se¢im yontemleri ile karsilastirilarak degerlendirilmistir. Ozellik seg¢im
yontemlerinin performansi, karesel diskriminant analizinde siniflama dogrulugu ve entropi
kriterleri bakimindan incelenmistir. Calismada birim sayisinin 6zellik sayisindan fazla oldugu
nicel verilerden olusan ii¢ gercek veri seti kullanilmigtir. Her bir 6zellik se¢im yontemine gore
onem siras1 belirlenen 6zelliklerinden ilk d adet 6zellik kullanilarak karesel diskriminant analizi
gerceklestirilmistir. Ozellik sayisia gore ozellik secim yontemlerinin karesel diskriminant

analizindeki siniflama dogrulugu ve entropi degerleri hesaplanmistir. Caligma sonuglari, dnerilen
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ozellik secim yonteminin hesaplama basitligi ve etkinlik agisindan siniflama analizleri i¢in iyi

bilinen diger 6zellik se¢cim yontemleri karsisinda giiclii bir alternatif oldugunu ortaya koymustur.

Anahtar Kelimeler: Ozellik Secimi, Entropi, Siniflama Dogrulugu, Karesel Diskriminant Analizi

A NEW FEATURE SELECTION METHOD AND COMPARISON OF
CLASSIFICATION PERFORMANCES OF FEATURE SELECTION METHODS

ABSTRACT

Feature selection is one of the preliminary processes applied to data preparation in data analysis.
Feature selection is simply the process of selecting the most suitable subset of features from the
original feature set. These methods try to identify and remove irrelevant and unnecessary
information from the original data set. In this study, a new feature selection method based on the
coefficient of variation using class information is proposed. The efficiency of the proposed feature
selection method has been evaluated by comparing it with other well-known feature selection
methods using real data sets. The performance of feature selection methods was examined in terms
of classification accuracy and entropy criteria in quadratic discriminant analysis. Three real data
sets consisting of quantitative data with the number of units less than the number of features were
used in the study. Quadratic discriminant analysis was carried out using the first d features of the
features whose importance order was determined according to each feature selection method.
Classification accuracy and entropy values in quadratic discriminant analysis of feature selection
methods were calculated according to the number of features. The results of the study revealed
that the proposed feature selection method is a strong alternative to other well-known feature

selection methods for classification analysis in terms of computational simplicity and efficiency.

Keywords: Feature Selection, Entropy, Classification Accuracy, Quadratic Discriminant Analysis

1. GIRIS

Kiiresellesme ve hizla gelisen teknolojinin yasamimizdaki etkileri iyice belirgin hale

gelmistir. Bu etki yasam alanimizda yer alan olgularin etkilesimini de arttirdigindan
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gerceklestirilen bilimsel ¢alismalarin ¢ogunda g6z Oniline alinmasi gereken ozellik sayisini da
arttirmustir. Ozellik sayisinm fazla olmasi ve ozellikler arasinda etkilesimlerin olmasi, veri
setlerinin analizinde sonuglarin 6zetlenmesini ve yorumlanmasini giiclestirmektedir. Verinin
aragtirilan tiim 6zellik kiimesini kullanmak hesaplama ve yorumlama zorlugu yaninda bazen analiz
icin gerekli varsayimlarinin saglanamamasina bazen de asir1 uyum problemi nedeni ile olusturulan
modellerin genelleme performansinin diismesine neden olur. Cok sayida 6zelligin oldugu veri
setlerinde ¢ogu 6zellik birbiri ile iligkilidir ve bu modellin uyumunu anlamsiz bir sekilde artirir.
Boyle durumlarda modelin olustugu egitim setlerinde model ¢ok iyi bir performans gosterirken
test verilerinde model performansi ¢ok diisiik gerceklesir. Ciinkii model veriye agir1 bagimlidir.
Bu nedenle asir1 uyumluluk durumunda model genelleme 6zelligini kaybeder ve bu istenmeyen

bir durumdur.

Ozellik say1sinin ¢ok fazla oldugu veri kiimelerinin gérsellestirilebilmesi, analizlere uygun
hale getirilebilmesi, veriden daha basit ve daha anlamli modeller iiretebilmesi i¢in boyut
indirgemek gerekir. Boyut indirgeme en basit anlatimla, orijinal verinin tagidig1 bilgiden miimkiin
oldugunca az bir kayipla boyut sayisini azaltma siirecidir. Boyut indirgeme 6zellik se¢imi veya
ozellik cikarimma gore gerceklestirilir. Ozellik ¢ikarimi tiim ozellikleri dikkate alarak bu
ozelliklerin dogrusal veya dogrusal olmayan bilesenleri ile daha az boyutta veriyi temsil etme
siirecidir. Ozellik se¢imi veri kiimesini en iyi temsil edecek bir alt 6zellik kiimesinin segimi olarak
tamimlanabilir. Ozellik se¢imi, verinin temsilinde daha az 6nemli olan 6zelliklerin veri kiimesinden
¢ikartilmas1 ile boyut indirgeme islemini gergeklestirir. Ozellik se¢imin yontemleri sadece
istatistiksel Olciitlere dayali olan filtreleme yontemleri, 6zellikler i{izerinde arama islemleri
gerceklestiren sarmal yontemler ve en iyi bolen dl¢iitiinii bulmaya dayali olan gémiilii yontemler

olmak {izere genel olarak ii¢ grupta toplanmaktadir (Saeys vd., 2007).

Istatistik temelli filtreleme dzellik se¢im ydntemleri, istatistik dl¢iitler kullanilarak her bir
ozellikler ile hedef degisken arasindaki iligskinin degerlendirilmesini ve hedef degiskenle en giiclii
iliskiye sahip olan ozelliklerin secilmesini icerir. Bu yontemler hizli ve etkili olabilir, ancak
istatistiksel Olgiilerin se¢cimi hem girdi hem de ¢ikt1 degiskenlerinin veri tiiriine baghdir. Bu
nedenle, filtre tabanli 6zellik se¢imini gerceklestirirken bir veri kiimesi i¢in uygun bir istatistiksel

Ol¢limiin secilmesi zor olabilir.
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Boyut indirgeme temelinde 6zellik se¢imi ve 6zellik ¢ikarimi ile ilgili ¢ok sayida ¢alisma
mevcuttur. Singh vd. (2016), yiiksek boyutlu verilerde 6zellik se¢me yontemleri ile ilgili
literatiirde yer alan onceki calismalar1 degerlendirmislerdir. Yildiz vd. (2016), 6zellik ¢ikarim
yontemi olan dogrusal boyut indirgeme yontemlerinin siniflama performanslarim
karsilagtirmiglardir. Castro vd. (2018), boyut indirgeme ve ¢oklu dizin parcalanmasi i¢in yeni bir
yontem Onermislerdir. Budak (2018), 6zellik se¢imi i¢in yeni bir yaklasim onermistir. Guo vd.
(2018), video smiflandirmasi1 i¢in Ozellik se¢im temelli boyut indirgeme yontemlerini

karsilagtirmiglardir.

Verinin yapist ve Ozelliklerin 6l¢limlerindeki farklilik gibi nedenlerle uygun boyut
indirgeme yonteminin segimi onemli bir problemdir. Ozellik sayisinin birim sayisindan fazla
oldugu yiiksek boyutlu verilerde, istatistiksel ol¢iitlere dayali 6zellik se¢im yontemi olan filtreme
yontemlerinin siniflama performanslarinin karsilastirilmasinin gergeklestirilecegi ¢alismada, sinif
bilgisi kullanilarak degisim katsayisina dayali olarak yeni bir 6zellik se¢cim yontemi onerilmistir.
Onerilen 6zellik se¢im ydnteminin etkinligi, yiiksek boyutlu veri setlerinde diger iyi bilinen 6zellik
secim yontemleri ile karesel diskriminant analizindeki siniflama performanslar1 bakimindan
karsilastirilarak ~ degerlendirilecektir. Nicel verilerden olusan gercek veri setlerinde

gerceklestirilecek karsilastirmada siniflama dogrulugu ve entropi kriterleri kullanilacaktir.

Caligmanin ikinci boliimiinde yaygin kullanima sahip ve iyi bilinen o6zellik se¢im
yontemleri ve Onerilen 6zellik se¢im yontemi verilecektir. Bu boliimde ayrica karesel diskriminant
analizi ve karsilastirma kriterleri tanimlanacaktir. Caligmanin uygulama boliimiinde gercek veri
setleri ile ilgili tanimlamalar verildikten sonra, 6zelik se¢cim yontemlerine gore secilen 6zellikler
ile gerceklestirilen karesel diskriminant analizi sonuglarina dayali siniflama dogruluklar ve
entropi degerleri hesaplanacaktir. Sonug ve Oneriler boliimiinde ¢alismadan elde edilen sonuglar

Ozetlenecek ve sonraki ¢aligmalar i¢in 6nerilerde bulunulacaktir.

2. MATERYAL VE METOT
2.1.  Ozellik Secim Yontemleri

Ozellik se¢imi, tahmine dayali bir model gelistirirken dzellik sayismni azaltma islemidir.
Ozellik secimi, oncelikle bilgilendirici olmayan veya gereksiz tahmin unsurlarini modelden
kaldirmaya odaklanir (Kuhn ve Johnson, 2013). Hem modelin hesaplanmasini basitlestirmek hem
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de bazi durumlarda model performansini iyilestirmek i¢in 6zellik sayisinin azaltilmasi gerekir. Bu
boliimde filtreleme tabanli iyi bilinen 6zellik se¢cim yOntemlerinden degisim katsayisi, F testi,
Kruskal Wallis testi, Fisher skoru, komsuluk bilesen analizi, Relief ve ReliefF algoritmalari
hakkinda bilgi verilecektir. Ayrica sinif bilgisi kullanilarak degisim katsayina dayali yeni bir

ozellik se¢im yontemi tanimlanacaktir.
2.1.1. Degisim Katsayisi

X siirekli rassal degiskeninin ortalamasi pu ve standart sapmasi o olsun. Bu durumda X
stirekli rassal degiskeni i¢in degisim katsayis1

o (2.1)

esitligi ile belirlenir. Degisim katsayis1 Ol¢ii birimi igermedigi ve terim biiyiikliiklerinden
etkilenmedigi icin iki kitlenin degiskenliginin karsilastirilmasinda kullanilan istatistiksel bir
olciidiir. Degiskenligin fazla olmasi veri seti igerisinde farkli 6zellikte birimlerin olabileceginin
yani kitle igerisinde alt kitlelerin oldugunun bir gdstergesi oldugundan dolayr siniflama igin

degisim katsayisi biilyiik olan 6zelliklerin secilmesi Onerilir.
2.1.2. F ve Kruskall Wallis Test Istatistikleri

Bagimsiz k grup ortalamasinin esitliginin test edilmesinde kullanilan tek yonli varyans

analizindeki F test istatistigi

_ - YL nE - ®)? (2.2)
(e =D)X X7 (xy - %)’

esitligi ile hesaplanir. Esitlikte yer alan x;; gosterimi i. gruptaki j. birimin gézlem degerini ifade
ederken X; gosterimi ilgili 6zellik i¢in i. grup ortalamasini ve X gdsterimi ise genel ortalamay1
ifade etmektedir. F test istatistiginin biiyiik deger almasi ilgili 6zelligin siniflama performansinin

yiiksek oldugunu gdsterir.

Tek yonlii varyans analizinde kullanilan test istatistigi parametrik bir yaklasimdir ve analiz
sonuglarinin giivenirligi i¢in normallik ve varyanslarin esitligi gibi 6n varsayimlarin saglanmasi
gerekir. Varsayimlarin saglanamamasi durumunda bagimsiz k grup ortalamasinin esitliginin test

edilmesinde kullanilan parametrik olmayan test istatistigi ise Kruskal-Wallis (KW) test
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istatistigidir. KW test istatistigi hesaplanirken gozlem degerleri yerine gézlem degerlerinin sira

puanlar1 kullanilir ve

12 K R? (2.3)
H = —N(N T 1)Zi=1n—i— 3(n+1)

esitligi ile hesaplanir. Esitlikte yer alan R; gosterimi i. grupta yer alan gézlemlerin sira puanlarinin
toplamin1 gostermektedir. KW testinde de test istatistiginin biiyiik deger almasi ilgili 6zelligin

siiflama performansinin yiiksek oldugu anlamina gelir.
2.1.3. Fisher Skoru

Iki sif durumunda Fisher’in dogrusal diskriminant analizine dayali Fisher skoru
kullanilarak her bir 6zelligin siniflamadaki 6nemliligi belirlenebilir. Iki simif igin smif ortalamalari

x; ve x;, smiflar i¢in standart sapmalar s; ve s;” olmak iizere i. 6zellik i¢in Fisher skoru

5 — x| @4

Fisher(xi) = m
i i

esitligi ile belirlenir. Fisher skorunun biiyiik deger almasi iki siifin birbirinden iyi ayirt
edilebildigini géstermektedir (Budak, 2018). Bu ¢alismada Fisher skoru k sinif i¢in, k adet kukla

siif etiketi ile elde edilen k adet Fisher skorunun ortalamasini kullanilarak genellestirilmistir.
2.1.4. Komsuluk Bilesen Analizi

Komsuluk bilesen analizi (NCA), siniflama algoritmalarinin dogru siniflama olasiligini en
biiyliklemeyi amaglayan parametrik olmayan 6zellik se¢im algoritmasidir. Komsuluk bilesen
analizinde dogru smiflama olasiligin1 en biiyiikleyecek sekilde 6zelliklerin agirliklandirilmasi

gerceklestirilir. Elde edilen agirliklarla 6zellik secimi gerceklestirilir.

T = {(X1,V1), eve oo e Xi, ¥i)) oe or .« (X, Y ) } bir egitim verisi olsun, burada x; p boyutlu bir
degisken vektori, y; € {1, 2, ..., C} ise sinif etiketidir. Komsuluk bilesen analizinde amag en yakin
komsu smiflama algoritmasinin dogru smiflama olasiligin1 optimize eden 6zellik alt kiimesini

segecek bir agirhik vektorii w bulmaktir. Agirlik vektorii w olmak tizere Xx; ve X; birimleri

arasindaki agirlikli uzaklik

77



dw(X;, X;) = 2Ly wi [xi — xj1 | (2.5)

esitligi ile ifade edilir. Esitlikte yer alan w; gosterimi, [. 6zellikle iligkili agirliktir. En yakin komsu
sinif algoritmasinin basarili olmasi igin, sezgisel ve etkili bir strateji, egitim verisi T’de dogru
siniflama olasiligini en iist diizeye ¢ikarmaktir. Komsuluk bilesen analizinde referans noktasi bir

olasilik ile belirlenir. Burada x; gozlem vektoriiniin referans noktasi olarak x; gozlem vektoriinii

secmesi olasilig1

k(dw(xi,%;)) . (2.6)

, 1+
Dij = Tewi K (A (X1, %)) J
0, i=j

olarak tanimlanir. Bir k(.) gosterimi d,, (X;,X;) agirl uzaklik fonksiyonunun biiyiik degerleri

i¢in kiigtik degerler veren Kernel ve benzeri bir fonksiyondur. Yang vd. (2012) tarafindan k(z) =

e ¢ seklinde oOnerilmistir. Esitlik (2.6)’da tanimlanan olasiliklara dayali olarak x; g6zlemim

vektoriinlin dogru siniflandirilma olasiligi

= Z YijPij (2.7)
J

seklinde tammlanir. Esitlikte yer alan y;; katsayis1 X; gozlem vektori ile x; gozlem vektorii ayni

sinifta ise yani y; = y; ise 1, aksi takdirde 0 degerini alir. Genel dogru smiflama olasilig

1o 1en 2.8)
F(w) = - i=1Pi = Ezi=1zj YijPij

esitligi ile ifade edilir. Ozellik se¢imi yapmak ve asir1 uyumu azaltmak icin Esitlik (2.8)’e bir ceza

terimi ekleyerek ilgili fonksiyon

F(w) = Z P=A), 1Wl __Zl 1[2 yipy — Z, 1lel (2.9)

Fi(w)

n

Fy(w)

Niai=1
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seklinde diizenlenebilir. Burada A diizeltme parametresidir. Komsuluk bilesen analizinde Esitlik

(2.9) ile verilen amag fonksiyonunu en biiylikleyecek sekilde w agirlik vektorii tahmin edilir.

W =arg max (%leFi (w)) (2.10)

L

2.1.5. Relief ve ReliefF Algoritmalar:

Relief algoritmasi, iki sinifli veri kiimelerinde 6zellik se¢imi i¢in Kira ve Rendell (1992)
tarafindan Onerilmistir. Relief algoritmasi1 6zelliklerin, birimlerin ait oldugu siniftaki en yakin
komgular ile ait olmadigr siniftaki en yakin komsulart arasindaki uzaklik farkliliklarina dayali

olarak agirliklandirilmasi esasina dayanmaktadir.

Kira ve Rendell (1992) tarafindan 6nerilen orijinal Relief algoritmasinda tiim birimler i¢in
ait olduklar1 smiftaki en yakin komsu uzakligi A(+) = (x; — x%)? ve ait olmadiklar1 siniftaki en

yakin komgu uzakligi A(=) = (x; — x7)? olmak iizere ilgili 6zelligin agirhig

i=1{A(=) —A(+H)}

W =
&) n 2.11)

esitligi ile hesaplanir. Egitliklerde yer alan x* gosterimi x; gézlem degerinin ayni sinifindaki en
yakin komsu gozlemini, x~ gOsterimi ise x; gozlem degerinin ait olmadigr smifdaki en yakin
komsu gozlemini temsil etmektedir. Ayni sinifta bulunan komsular arasindaki uzakligin kiigiik,
farkli smifta bulunan komsular arasindaki uzakligin biiyiik olmasi beklenir. Buna goére Relief
algoritmasindaki agirlik degerinin biiylik olmasi ilgili 6zelligin siniflama performansinin yiiksek
oldugunu gosterir. Algoritmanin son adiminda ilgili 6zellikler igerisinden belirlenen esik degerini

asan Ozellikler segilerek boyut azaltma islemi gergeklestirilir.

Iki sinif problemi i¢in &nerilen Relief algoritmas1 Kononenko (1994) tarafindan k sinif igin
genellestirilmistir.  Kononenko (1994) tarafindan Onerilen algoritma ReliefF olarak
isimlendirilmistir. ReliefF algoritmasinda en yakin m komsu {izerinden agirliklar hesaplanmistir.
Ayni siifta bulunan en yakin komsu uzakliklarin agirliga katkisi

A(x;, x™) (2.12)

W)™ =W()" " - — o dis
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esitligi ile olusturulur. Esitlikte yer alan A(x;, x*) gdsterimi x; birimi ile ayn1 siifta yer alan m
gozlem noktasindan birini temsil eden x* gozlemi arasindaki uzakligi ifade eder ve sayisal veriler

icin bu uzaklik

|x; — x*|

Al x™) = max(x) — min (x) (2.13)

esitligi ile hesaplanir. Esitlik (2.12)’de yer alan d; , gosterimi ise en yakin komsunun yakilik

derecesine gore agirhigini ifade eder ve

diy = oot (2.14)

P
Zl:l di,l

esitligi ile hesaplanur. Esitlikte yer alan d;, = e~ ("ank(@D/sigma)®

seklinde hesaplanir. Esitlikte yer
alan sigma degeri arastirmaci tarafindan belirlenen pozitif bir sayidan olusan dlgeklendirme
degeridir.

Farkli sinifta bulunan en yakin komsu uzakliklarin agirliga katkisi

W)™ =W + 2 A g, (2.15)

— m

esitligi ile hesaplanir. Esitlikte yer alan p, gosterimi x; biriminin ait oldugu sinifa ait onsel
olasiligim1 gosterirken, p_ gosterimi x~ biriminin ait oldugu simifa ait Onsel olasilig

gostermektedir. Ilgili onsel olasiliklar p, = nf ve p_ = nf esitlikleri ile elde edilir. ReliefF

algoritmasinda da agirlik degerinin biiylik olmasi ilgili 6zelligin siniflama performansinin yiiksek

oldugunu gostermektedir.
2.1.6. Onerilen Ozellik Secim Yontemi

Sinif iiyeliklerinin bilindigi veri setlerinde smif bilgisi kullanilarak degisim katsayisinin
ozellik se¢iminde farkli bir kullanimi s6z konusu olabilir. X siirekli rassal degiskeninin
Ui, Uy, ..., Uk ortalamalart ve oy, 0, ..., 0k standart sapmalarina sahip k tane alt kitleye sahip

oldugu varsayilsin. Bu durumda i. alt kitleye iliskin degisim katsayis1

DK; == i=1,2,,K (2.16)
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esitligi ile hesaplanir. Alt kitleler igerisinde en biiyiik ve en kiiciik degisim katsayilari

DKmax = max(DKl'DKZ;”':DKK) (217)

ve X siirekli rassal degiskeni i¢in genel degisim katsayist DK ,,,.; olmak ilizere asagida tanimlanan

degisim katsayis1 orani

DKoran = [;I;G;Z;l (2.18)

ozellik segiminde kullanilabilir. Iyi tamimlanmis bir siniflamada, sinif i¢i degisimin az, simiflar
aras1 degisim fazla olmasi gerekir. Genel degisim katsayisinin biiyiik deger almasi degiskenligin
fazla oldugunu gosterirken, siniflara ait degisim katsayisinin degerinin kii¢iik olmasi sinif ici
degiskenligin az oldugunu gosterir. Dolayisiyla yeni tanimlanan kriter i¢in, kriterin biiylik deger

almasi ilgili 6zelligin siniflamada daha etkili olabilecegi anlamina gelir.
2.2. Karesel Diskriminant Analizi

Diskriminant analizi, en az hata ile birimleri ait olduklar1 siniflara atamak i¢in ayirma
fonksiyonlarimin olusturulmasi ve olusturulan ayirma fonksiyonlar1 yardimi ile daha sonradan
gozlemlenen, smif {iyeligi bilinmeyen birimlerin siniflandirilmasini gergeklestirmeyi amaclayan
cok degiskenli istatistiksel bir analizdir (Rencher, 2003). Diskriminant analizinde siniflara ait
varyans-kovaryans matrisleri esitse dogrusal diskriminant analizi ile ayirma fonksiyonlar
olugturulmaktadir. Eger siniflara ait varyans-kovaryans matrisleri farkli ise yani X; # Z;
durumunda karesel diskriminant analizi ile ayirma fonksiyonlari olusturulmaktadir. Siniflara ait
ortalama vektorii p, ve varyans-kovaryans matrisi X, vek =1,..,K olmak iizere karesel

diskriminant fonksiyonu

Q) = =3 log|Z| = (x — ) T (x — ) + logm (2.19)

esitligi ile olusturulmaktadir. Esitlikte yer alan m;, gosterimi k. gruba ait 6nsel olasilig1 gosterir.
Siniflara ait ortalama vektorii u; ve varyans-kovaryans matrisi X, olmak iizere Bayes kuralina

gore x; gozlem vektoriiniin k. sinifa ait olma sonsal olasiligi

P(G = k|X = x;) = Ty _Mefk®) (2.20)

T YK mafy
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esitligi ile belirlenir. Esitlikte yer alan f; (. ) fonksiyonu ortalama vektorii y;, ve varyans-kovaryans
matrisi X, olan ¢ok degiskenli normal dagilima ait olasilik yogunluk fonksiyonudur. Esitlik
(2.20)’de verilen sonsal olasiliga gore x; gdzlem vektorii en yiiksek olasilik degerinin elde edildigi

sinifa atanir.
2.3. Karsilastirma Kriterleri

Bu calismada 6zellik se¢im yontemlerinin karesel diskriminant analizindeki siniflama
performanslar1 smiflama dogrulugu ve entropi kriterlerine gore karsilastirilacaktir. Siniflama
performansinin dlgiimiinde en yaygin kullanilan kriterlerden biri olan siniflama dogrulugu, fi
gercek smif tiyeligi k olup siiflama analizi sonucunda dogru olarak k sinifina atanan birimlerin
sayisini gostermek iizere

Ykt fik 2.21)
h n

CA
esitligi ile elde edilir. Esitlikte yer alan n toplam birim sayisin1 gdstermektedir. Siniflama
dogrulugunun 1’e yakin olmasi1 siniflama performansinin basarili oldugunu gdosterir.

Siniflama performansinin Ol¢limiinde kullanilan bir diger 6lgiit entropi, siniflama

belirsizliginin bir 6l¢iisiidiir. Entropi dl¢iitii n birimin K sinifa siniflandirilmasinda

n K
En@®=-) > mln(r) (222)

esitligi ile hesaplanir. Entropi Ol¢iitiiniin degeri ne kadar kiiciik ise siniflama o kadar basarilidir.

3. UYGULAMA

Onerilen 6zellik segim ydnteminin, iyi bilinen diger dzellik secim yontemlerinin karesel
diskriminant analizindeki siniflama performanslarinin karsilastirilmasi birim sayisinin degisken
sayisindan az oldugu nicel verilerden olusan elma, sekerpancar1 ve Chowdary veri setleri iizerinde

gerceklestirilecektir.

Elma veri seti, Dedeoglu (2011) tarafindan elma agaglarinda olusan ¢inko eksikligini
goriiniir yakin kizildtesi yontemle belirlendigi calisma igin olusturulmustur. Ug farkli bahgeden

alinan elma yapraklarmin spektral yansima dl¢iimlerinden olusan veri seti 60 birim ve 701 6zellik
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icermektedir. Sekerpancar1 veri seti Dedeoglu vd. (2019) tarafindan sekerpancari bitkisinin
yapraklarindaki azot i¢erigini hiperspektral yansimalar ile belirledigi ¢aligma i¢in olusturulmustur.
Veri seti sekerpancari bitkisinin yapraklarindaki azot diizeyi noksan, yeterli ve fazla olmak tizere
iic smif, 72 birim ve 601 6zellikten olusmaktadir. Calismada kullanilan Chowdary vd. (2006)
tarafindan olusturulan ii¢lincii veri seti, lenf nodenegatif meme tiimorleri ve Dukes’B kolon
tiimorlerinden elde edilen dokulardan olusur. Veri seti, 62 meme timorii ve 42 kolon tiimori

olmak iizere 104 birim ve 22283 ozellikten olugmaktadir.

Calismanin uygulama asamasinda Oncelikle incelenen 6zellik se¢im ydntemlerinin her
birine gore Ozelliklerinin 6nem siralamas1 gergeklestirilmistir. Ozelliklerin belirlenen 6nem
siralamast sonrasinda en 6nemli bulunan 6zellik sayis1 d olmak iizere her bir veri seti i¢in ilk d
ozellik ile karesel diskriminant analizi uygulanmis ve analiz sonuglarina gore siniflama dogrulugu
ve entropi degerleri hesaplanmistir. Hesaplamalar MATLAB programinda yazilan kodlar ile

gerceklestirilmistir. Elma veri seti icin elde edilen sonuglar Tablo 1°de verilmistir.

Tablo 1. Elma veri seti i¢in karesel diskriminant analizinde kullanilan 6zellik sayisina gore 6zellik se¢im
yontemlerinin siniflama dogruluklar ve entropi degerleri

d Siniflama Dogrulugu

Onerilen DK F KW NCA ReliefF Fisher
1 0.600 0.300 0.550 0.550 0.567 0.550 0.550
2 0.683 0.517 0.633 0.617 0.667 0.667 0.633
3 0.700 0.617 0.633 0.617 0.667 0.700 0.683
4 0.783 0.767 0.717 0.667 0.717 0.733 0.783
5 0.850 0.767 0.667 0.683  0.700 0.767 0.817
6 0.817 0.833 0.683 0.717 0.817 0.783 0.800
7 0.783 0.883  0.800 0.767 0.883 0.867 0.833
8 0.817 0.883 0917 0.850 0917 0.850 0.917
9 0.867 0.900 0900 0.867 0.950 0.933 0.883
10 0.967 0.933 0933 0917 0950 0.967 0.917
d Entropi

Onerilen DK F KW NCA ReliefF Fisher
1 47.270  64.129 52.369 52.704 56.807 52.369 52.369
2 43.333 54,943 46.748 50.588 45.655 47.380 46.748
3 42.151 42.651 43.729 45.571 43.106 40.551 43.515
4 39.831 33.581 38.267 42.689 39.077 34.431 37.324
5 37.136  28.763 33.077 38.343 33.151 24.427 34.206
6 32.991 22.031 290911 31.279 31.056 21.644 28.927
7 28.251 16914 25.706 23.487 24.689 20.391 24.610
8 19.503 12.716  16.025 17.092 16.886 15.560 19.905
9 14.800 9.363 13.819 15.327 10.586 10.802 15.609
10 10.249 7.640 10.576 10.861 8.869 6.652 9.640
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Tablo 1 incelendiginde siniflama performansinin dl¢timiinde kullanilan her iki kritere gore
farkl1 basar1 siralamasinin elde edildigi goriilmektedir. Tablo 1’e gore boyut sayisi artikca
smiflama performanslarinin genel olarak iyilestigi ve yontemler arasindaki farkliliklarin azaldigi
goriilmiistiir. Onerilen dzellik se¢im yontemi, siniflama dogrulugu bakimindan boyut sayisi d =
1,2,3,4,5,10 icin segili yontemler arasinda en basarili yontem iken entropi kriteri bakimindan

boyut sayisi d = 1, 2 i¢in se¢ili yontemler arasinda en basarili yontem olmustur.

Elma veri setinde, onerilen 6zellik se¢cim yOnteminin degisim katsayisi, NCA ve ReliefF

yontemlerine karsi siniflama performansinin grafiksel gosterimi Sekil 1°de verilmistir.

1

1 2 3 4 5 6 7 8 9 10
—a&— Onerilen —s—DK —&—NCA ReliefF

Sekil 1. Elma veri seti i¢in karesel diskriminant analizinde kullanilan 6zellik sayisina gore secili 6zellik

secim yontemlerinin siniflama performanslar

Sekil 1 incelendiginde 6nerilen yonteminin segili 6zellik secim yontemleri karsisinda genel
olarak basaril1 bir performans gosterdigi goriilmektedir. Elma veri seti i¢in onerilen 6zellik se¢im

yontemi 6zellikle boyut sayisinin diisiik oldugu durumlarda daha iyi sonuglar vermistir.
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Sekerpancari veri seti i¢in karesel diskriminant analizinde kullanilan 6zellik sayisina gore

ozellik se¢im yontemlerinin siniflama dogruluklari ve entropi degerleri Tablo 3.2°de verilmistir.

Tablo 2. Sekerpancari veri seti i¢in karesel diskriminant analizinde kullanilan 6zellik sayisina gore
0zellik se¢cim yontemlerinin siniflama dogruluklar1 ve entropi degerleri

d Siniflama Dogrulugu
Onerilen DK F KW NCA ReliefF Fisher
1 0.889 0.361 0.875  0.861 0.875 0.861 0.861
2 0.847 0.361 0.847  0.861 0.847 0.847 0.875
3 0.861 0.375 0.875 0.861 0.847 0.833 0.861
4 0.931 0.417 0875 0.903 0.875 0.875 0.903
5 0.972 0.444 0903 0.903 0.903 0.931 0.903
6 0.986 0.597 0903 0917 0.903 0.944 0.931
7 1.000 0.611 0.931 0.944 0944 0.931 0.944
8 1.000 0.625 0958 0972 0944 0.972 0.958
9 1.000 0.708 0931 0.972  0.986 0.986 0.944
10 0.986 0.708 0972 0.972 1.000 0.972 0.972
d Entropi
Onerilen DK F KW NCA ReliefF Fisher
1 26.894  69.810 26.072 24.608 30.306 28297 24.608
2 13.500  69.355 14446 18.156 13315 19.089 19.369
3 13.376  67.139 14985 16.808 12.605 18.368 16.808
4 10.655 64.436 14.214 15.008 8.770  16.534 15.008
5 8.315 62.060 12.700 14.801 8.029 14.659 14.130
6 5.794 51.186 12.130 12216 7.357 12903 11.502
7 4.746 45.013 10.653 8.845 5498 11.216 8.204
8 3.442 42.329 8796 6.518 3.935 8.100 6.485
9 2.885 30.018 6.672 6.116  2.512 7.637 5.405
10 2.407 28.206 4.756  5.023  2.651 4.949 3.857

Tablo 2 incelendiginde smiflama dogrulugu bakimindan oOnerilen ydntem d =
1,4,5,6,7,8,9 i¢in secili yontemler arasinda en basarili yontem iken entropi kriteri bakimindan
boyut sayis1d = 6,7,8,9, 10 igin secili yontemler arasinda en basarili yontem olmustur. Onerilen
ozellik secim yontemi her iki kritere gore de klasik degisim katsayis1 yontemine gore sekerpancari
veri setinde belirgin bir sekilde daha iyi bir siniflama performanst géstermistir. Sekerpancari veri
setinde, onerilen 6zellik se¢im yonteminin degisim katsayisi, NCA ve ReliefF yontemlerine kars1

siniflama performansinin grafiksel gosterimi Sekil 2’de verilmistir.
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ozellik secim yontemlerinin siniflama performanslar

birlikte diger secili 6zellik se¢cim yontemlerinden daha basarili olmustur.

ozellik se¢im yontemlerinin siniflama dogruluklari ve entropi degerleri Tablo 3°de verilmistir.

Sekil 2. Sekerpancari veri seti i¢in karesel diskriminant analizinde kullanilan 6zellik sayisina gore segili

Sekil 2 incelendiginde, degisik katsayisi yaklasiminin segili 6zellik se¢im yontemleri
arasinda hem siniflama dogrulugu hem de entropi kriteri bakimindan en basarisiz 6zellik se¢im
yontemi oldugu goriilmektedir. Onerilen o6zellik secim yonteminin, smiflama dogrulugu
bakimindan segili 6zellik se¢cim yontemleri arasindaki siniflama performansi daha basarili

bulunmustur. Onerilen yontemin entropi kriterine gore smiflama performanst NCA yontemi ile

Chowdary veri seti i¢in karesel diskriminant analizinde kullanilan 6zellik sayisina gore
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Tablo 3. Chowdary veri seti i¢in karesel diskriminant analizinde kullanilan 6zellik sayisina gore 6zellik
secim yontemlerinin siniflama dogruluklar ve entropi degerleri

d Siniflama Dogrulugu

Onerilen DK F KW NCA Relief Fisher
1 0.856 0.731 0.865 0.962 0.663  0.683 0.808
2 0.846 0.769 0933 0.962 0.692  0.663 0.952
3 0.865 0.760 0923 0.962 0.731 0.663 0.962
4 0.856 0.779 0942 0.962 0.721 0.683 0.962
5 0.894 0.769 0.962 0971 0.856 0.875 0.952
6 0.894 0.817 0990 0971 0.875 0.865 0.952
7 0.904 0.846 0.990 0971 0.865 0.904 0.971
8 0.904 0.856 0.990 0971 0.885 00913 0.981
9 0.904 0.865 0.990 0971 0904 0.962 0.990
10 0.923 0.865 0.990 0.971 0971 0.942 0.990
d Entropi

Onerilen DK F KW NCA Relief Fisher
1 4412 4.021 34.010 4.703 46.338 49.091 21.359
2 0.878 1.256 12.533 1.060 42.843 34210 8.170
3 0.982 1.436 9.104 0.166 30415 33983 1.134
4 0.433 1.386 3.490 0464 29.736 17.120 0.970
5 0.518 2111 2122 0.143 28.186  7.530 0.524
6 0.140 2.120 0.680 0.174 24958 7.796 1.456
7 0.003 0982 0.124 0.395 20446 7.507 3.306
8 0.000 0.706 0.173 0.556 17917 6.604 2.378
9 0.000 1.556 0.003 0.054 13978 5.759 1.301
10 0.000 1.345 0.000 0.047 8.874 5.161 0.000

Tablo 3 incelendiginde Onerilen 6zellik se¢im yontemi, siniflama dogrulugu bakimindan
en basarili yontem olarak ortaya ¢ikmamasina karsin en bagarili siniflama performansi gosteren
diger Ozellik se¢im yontemlerine yakin bir smiflama performansina sahiptir. Bu yorumun
dogrulugu onerilen 6zellik se¢im yonteminin diger karsilagtirma kriteri olan entropi degerleri
incelendiginde goriilmektedir. Onerilen 6zellik segim yontemi, entropi kriteri bakimidan boyut
sayistd = 2,4,6,7,8,9,10 i¢in secili yontemler arasinda en basarili yontem olmustur. Siniflama
dogrulugu bakimindan F, KW ve Fisher yaklagimlart en basarili 6zellik se¢cim ydntemleri
olmustur. Sinif bilgisi kullanilarak degisim katsayisina dayali 6nerilen 6zellik se¢im ydntemi bu
veri setinde de genel olarak klasik degisim katsayisina gore daha basarili sonuglar vermistir.
Chowdary veri setinde, onerilen 6zellik se¢cim yonteminin degisim katsayisi, NCA ve Relief

yontemlerine karsi siniflama performansinin grafiksel gosterimi Sekil 3’de verilmistir.
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Sekil 3. Chowdary veri seti igin karesel diskriminant analizinde kullanilan 6zellik sayisina gore secili

ozellik secim yontemlerinin siniflama performanslar

Sekil 3 incelendiginde 6nerilen yonteminin secili 6zellik secim yontemleri karsisinda genel
olarak basarili bir performans gosterdigi goriilmektedir. Entropi kriteri bakimindan segili
yontemler arasinda onerilen 6zellik se¢im yontemi ve klasik degisim katsayisi daha basarili

olmustur.

4. SONUC

Bu caligmada sinif bilgisi kullanilarak degisim katsayisina dayali yeni bir 6zellik se¢im
yontemi Onerilmistir. Onerilen 6zellik secim ydnteminin etkinligi, yiiksek boyutlu gercek veri
setleri kullanilarak iyi bilinen istatistik temelli filtreleme 6zellik secim yontemleri ile karesel
diskriminant  analizindeki  siniflama  performanst bakimindan  karsilagtirllmas: ile

degerlendirilmistir. Ozellik segim ydntemlerinin siniflama performansinin dl¢iimiinde siniflama
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dogrululugu ve entropi kriterleri kullanilmigtir. Birim sayisinin 6zellik sayisindan az oldugu nicel
verilerden olusan ti¢ gercek veri seti ile gergeklestirilen karsilagtirmalar sonucu, 6nerilen yontemin
simiflama performansinin genel olarak iyi oldugu goriilmiistiir. Calisma sonuglari, Onerilen
yontemin hesaplama kolayligi goz oniline alindiginda, 6zellik se¢imi i¢in gii¢lii bir alternatif

oldugunu ortaya koymustur.

Caligmada 6zellik se¢cim yontemlerinin siniflama performanslarinin veri setine ve dl¢lim
kriterine gore farklilik gosterdigi goriilmiistiir. Dolayisiyla 6zellik se¢imi ile boyut indirgeme
gerceklestirilen ¢aligmalarda, veri setine uygun 6zellik secim yonteminin belirlenmesi i¢in birkag
ozellik secim yonteminin farkli karsilagtirma kriterlerine gore karsilagtirtlmasinin yararli olacagi

Oongorilmiistiir.

ETiK BEYAN

“Yeni bir 0Ozellik se¢cim yontemi ve Ozellik secim yoOntemlerinin siiflama
performanslarinin karsilastirilmast” baslikli ¢alismanin yazim siirecinde bilimsel, etik ve alinti
kurallarina uyulmus; toplanan veriler {izerinde herhangi bir tahrifat yapilmamis ve bu ¢alisma

herhangi bagka bir akademik yayin ortamina degerlendirme i¢in géonderilmemistir.
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