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Ozet— Bu galismada, FATIH projesine yonelik internet ortaminda yer alan goriislerin metin madenciligi yontemleri ile
otomatik tespitinin yapilmas1 amaclanmaktadir. Calisma iki temel kisimdan meydana gelmektedir. Ilk basamakta,
internet ortamindaki yapisal olmayan veri kiimelerinin yapisal veri haline doniistiiriilmesini saglamak amaciyla metin
madenciligi veri 6nisleme yazilimi gelistirilmistir. Ikinci basamakta ise gelistirilen metin madenciligi veri onisleme
yazilimi ile yapisal veri kiimesine doniistiiriilen veriler izerinde makine 6grenmesi algoritmalar1 uygulanarak yorumlar
otomatik siniflandirilmaktadir. Gelistirilen metin madenciligi veri 6nigleme yazilimmin en énemli ayirt edici 6zelligi,
yazilimin sadece FATIH projesine yonelik goriislerinin veri dnisleme basamaginda degil, istenilen amaca yonelik metin
simiflandirma igleminin veri 6nisleme basamaginda konudan bagimsiz bir sekilde kullanilabilir olmasidir. Calismada
FATIH projesine yonelik 444 goriis iceren metin dosyasindaki metinler tf-idf agirliklandirma yontemi ile vektdrel
olarak temsil edilerek siniflandirma algoritmalarinin model basarim olgiitleri karsilastirilmigtir. Performansi
karsilastirilan algoritmalardan en yiiksek basarimin Ardisik Minimal Optimizasyon Algoritmasina ait oldugu (%88,73)
gbzlemlenmistir.

Anahtar Kelimeler— Metin madenciligi, FATIH projesi, metin smiflandirma, fikir madenciligi, ardisik minimal
optimizasyon algoritmas.

Automatic Evaluation of Opinions Concerning FATIH
Project with Text Mining Methods

Abstract— In this study, it is aimed to make automatic determination of views towards the FATIH project in internet
environment by using text mining methods. The study is based on two main parts. In the first step, text mining data
preprocessing software was developed to convert non-structural data sets on the internet into structured data. In the
second step, interpretation is automatically classified by applying machine learning algorithms on the data converted
into the structural data set with the developed text mining data preprocessing software. The most important
distinguishing feature of the developed text mining data preprogramming software is that its views at the data
preprocessing step are not only available for the FATIH project but it is available at the data preprocessing step of all
the desired text classification purposes. In the study, the texts containing 444 visions for the FATIH project were
represented as vectors by the tf-idf weighting method and the model performance criteria of the classification
algorithms were compared. Highest achievement for performance comparison algorithms is detected that Sequential
Minimal Optimization Algorithm (88.73%).

Keywords— Text mining, FATIH project, text classification, opinion mining, sequential minimal optimization
algorithm.
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1. GIRIS (INTRODUCTION)

Son yillarda dijital ortamda kayit altina alman bilgi
miktar1 her gegen giin artmaktadir. Dijital ortamdaki
metin dosyalar1, forum verileri ve eposta icerikleri gibi
yapisal olmayan bu verilerin analiz edilmesi kolay
degildir. Bu verilerin analizinde klasik sorgu metotlar1
yetersiz kalmakta, bu nedenle metin yigmlar1 i¢inden
degerli bilginin cikarilmast icin metinlerin
siflandirilmast ~ gerekmektedir.  Internet  ortanminda
bulunan forum verilerinin analiz edilmesi, Ozellikle
incelenecek veri sayist biiyiik ise, cok fazla emek, maliyet
ve zaman isteyen bir siiregtir. Bu baglamda forum
verilerinin metin madenciligi ile otomatik tespitinin
yapilmasi, istatistiksel olarak  degerlendirilmesinde
onemlidir. Gliniimiizde yapilan veri madenciligi ve
makine 6grenmesi caligmalari genellikle veri tabani veya
veri ambarlarindaki veriler gibi yapisal veriler iizerinde
odaklanmaktadir. Fakat giinliik hayatta karsilagilan; metin
dosyalari, web sayfalarinda yer alan forum verileri, e-
posta icerikleri, makaleler, bloglar ve acik uclu anket
cevaplart gibi verilere bakildiginda ¢ogunlukla verilerin
yapisal olmayan metinsel veriler oldugu gorilmektedir.

Yapilandirilmig veri tipi, belirli kurallar ve sistemler
dogrultusunda depolandiklar1 i¢in kolay erisilebilir,
diizenlenebilir ve kategorize edilebilir [1].  Yapisal
olmayan veriler ise standart kurallara sahip degildir ve
veri analiz siireci yapisal olan verilere goére daha
karmagiktir. Metinsel verilerin yaziminda standart kurallar
olmadigindan bilgisayar bunlari anlayamamaktadir. Her
bir metnin dili ve icerdigi anlam amaca bagli olarak
cesitlilik gostermektedir. Yapisal olmayan bilgiden igerik
¢ikarmak i¢in kullanilan geleneksel yontemler igerigi
aciklayici sonuglar elde edemez [2]. Bu nedenle metin
verisindeki anlamin ortaya ¢ikarilabilmesi yani otomatik
veri analizi i¢in kullanilan yontem metin madenciligidir.

Metin madenciligi; 6nceden bilinmeyen ve onemli olan
bilgilerin kesfedilmesi amaciyla ¢ok sayida dokiimani
analiz eden bir teknolojidir [3]. Metin madenciligi
yontemleri arasinda metin siniflandirma yaygin olarak
kullanilmaktadir. Metin siniflandirma bir dokiimanin
ozelliklerine bakilarak 6nceden belirlenmis belli sayidaki
kategorilerden hangisine dahil olacagin1 belirleme
islemidir [4].

Metin smiflandirma i¢in belge simiflandirma, metin
kategorilerinin  belirlenmesi gibi farkli isimler de
kullanilmaktadir. Metin siniflandirma uygulamalarinda
Naive Bayes, Karar Agaclari, Yapay Sinir Aglar1, Destek
Vektor, Ornek Tabanl ve Istatistiksel Dil Modeli Tabanlt
Siniflandiricilar yaygin olarak tercih edilmektedir [5].

Literatiirde bir¢ok farkli problem alanlar1 igin metin
madenciligi yontemleri kullanilmigtir. Bu c¢aligmalara

ormek olarak; metin igerikli Tiirk¢ce dokiimanlarin
smiflandirilmasi  [6], misteri ~ memnuniyetlerinin
belirlenmesinde ~ metin ~ madenciligi  tekniklerinin

kullamlmas1 [7], akademik belgelerin otomatik olarak
siiflandirilmast [8], web ortamindaki verilerden siyasi
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goriislerin modellenmesi ve tahmin edilmesi [9], Tiirkge
dokiimanlarda yapay sinir aglar ile yazar tanima [10] ve
sosyal medyada tiiketicilerin markalara bakis acilarinin
tespiti [11] gosterilebilir.

Bu ¢alisma ile;

a) FATIH projesine yonelik internet ortaminda yer alan
goriislerin metin madenciligi yontemleri ile otomatik
tespitinin yapilmast,

b) Metin madenciligi ¢alismalarimin veri Onisleme
basamaginda kullanilmak {izere uyarlanabilir “metin

madenciligi veri Onigleme” yaziliminin
gelistirilmesi,

¢) Konu ile ilgili goriislerin bulundugu bu veri seti
iizerinde siiflandirma algoritmalarinin

performanslarinin karsilastiriimasi amaglanmaktadir.
2. METIN MADENCILIGI (TEXT MINING)

Metin madenciligi, 6zel amaglar i¢in metinden degerli
bilgileri ¢ikarmak adina, metnin analiz edilmesi islemidir
[12]. Bilgisayarin metinsel bilgileri anlayabilecegi
seviyeye getirmek icin metin madenciligi teknikleri
kullanilir [13].

Metin madenciligi yontemlerinin temelinde matematiksel
ve istatistiksel yontemler bulunmaktadir. Metin
madenciligi, yazar tanima, metin smiflama, fikir
madenciligi, duygu analizi, anahtar kelime ¢ikartimi,
baslik ¢ikartimi gibi farkli alanlarda da kullanilmaktadir
[14]. Metin madenciligi teknikleri siniflandirma,
birliktelik analizi, bilgi ¢ikarim ve kiimeleme olmak tizere
dort temel kategoriye ayrilir [15]. Bu ¢alisma kapsaminda
eldeki metinlerin 6nceden belirlenen siniflardan hangisine
ait oldugunun O6ngoriilmesi islemi yapildigindan metin
siniflandirma teknigi kullanilmustir.

Smiflandirma, nesnelerin daha 6nceden bilinen siniflara
atanmasi islemidir. Metin siniflandirma iki alt basamaga
indirgenebilir [16]:

1. Metinlerin nasil temsil edilecegi
2. Siniflandirma isleminin yapilmasi

Metinlerin temsil edilmesi kisminda yapisal olmayan
metinsel veriler yapisal bir hale doniistiirtiliir. Boylelikle

metinsel  veriler veri madenciligi  tekniklerinin
uygulanabilecegi formata doniistiiriilmiis olur [17].
Smiflandirma isleminde daha Onceden belirlenmis

siniflara veriyi yerlestirmek i¢in kullanilacak fonksiyonun

Ogrenilmesi saglanir. Ciktilar onceden bilindigi igin
siniflama veri kiimesini denetimli olarak Ogrenir.
Ogrenmenin amact  bir smiflandirma  modelinin

olusturulmasidir. Tim veriler kullanilarak egitme isi
yapilmaz [18].

Siniflandirma algoritmalar1 kullanilirken veriler; egitim
kiimesi ve test kiimesi olmak {izere ikiye bdliiniir.
Algoritma egitim kiimesi ile egitilirken, test kiimesi ile
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kontrol edilir [19]. Simiflandiricinin basariminin dogru
bicimde Olgiilebilmesi i¢in hem egitim kiimesinin hem de
test kiimesinin yeterli temsil yetenegine sahip olmasi yani
tipik metinleri icermesi gerekir. Bunu saglamak tizere k
katl ¢apraz dogrulama (k-fold cross-validation) yontemi
yaygin olarak kullanilmaktadir. Bu yoOntemde elle
etiketlenmis toplam veri kiimesi, ortak eleman icermeyen
k tane farki gruba ayrilir. Yontemin ¢alisma mantiginda k
adimda egitim ve smama gergeklestirildikten sonra
basarimlarin ortalamas: alinarak son basarim degeri
olarak belirlenir. Siklikla k=10 ya da k=5 degerleri
kullanilmaktadir [5]. Metin siiflandirma temelde bes
adimdan olusmaktadir [20]:

1. Veri kiimesinin toplanmasi
2. Veri 6nisleme asamasi

- DoOnlistiirme
- Tarama ve isaretleme
- Durak kelimelerin ¢ikarilmasi
- Kok bulma
3. Ozellik secimi
4. Vektor uzay model se¢imi
5. Smiflandirma

2.1. Veri Kiimesinin Toplanmast (Collection of Dataset)

Veri toplama basamaginda, kullanilacak veri ele alinan
probleme uygun bir bi¢imde temin edilir. Veri toplama
asamasinda farkli kaynaklardan yararlanilabilmektedir.
Verinin toplama siireci, veriyi anlama siirecidir.

Veri toplama siireci; a) baslangi¢ verilerinin toplanmasi,
b) toplanan verinin tanimlanmasi ve ihtiyaglar1 karsilayip
kargilayamayacaginin degerlendirilmesi, c) ¢alismanin
gerceklestirilebilmesi igin veri anlaminda eksikliklerinin
tespit edilmesi, yani verinin kesfinin yapilmasi ve d)
¢alismada kullanilacak olan verilerin tam mi1, dogru mu,
eksik var mi, hata igeriyor mu gibi verinin kalitesinin
belirlenmesi seklinde tanimlanabilir [21].

2.2. Veri Oniglem Asamasi (Data pre-processing stage)

Metin madenciliginin en biiyilk sorunu isleyecegi veri
kiimesinin yapisal olmamasidir. Genellikle dogal dil
kullanilarak yazilmis dokiimanlar tlizerinde galisilan metin
madenciligi alaninda 6n isleme agamasi veri temizlemenin
yaninda veriyi uygun formata getirme islemini de

gerceklestirmektedir [22]. Veri Onisleme asagidaki
basamaklardan olusmaktadir:
a) Doniistiirme: Internette dokiimanlar  genellikle

HTML, XML gibi cesitli tiplerde tutuldugundan
bunlart diiz metin  haline doniistiirmek
gerekmektedir. Bu asamada metinler HTML ve
XML etiketlerden temizlenir [23].

b) Tarama ve isaretleme: Metin igindeki terimleri;
simgelere, noktalama isaretlerine veya kelimelere
ayirilmast iglemidir. Belgeler bolim, paragraf,
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ciimle, kelime ve hecelere ayrlabilir. En sik
rastlanan durum ise kelimelere ayrilmasidir [20].

¢) Durak kelimelerin ¢ikarilmasi: Metin igerisinde ¢ok
stk gecen fakat siniflandirmada bir anlam ifade
etmeyen edat, baglag ve zamir gibi kelimeler
metinden ¢ikartilir [23].

d) Kok bulma: Aym kokten gelen farkli ek almig
kelimelerin dokiiman igerisindeki kelime sikliklarina
bakilirken ayni kelime olarak algilanmasi igin
koklerinin bulunmasi gerekmektedir [23].

2.3. Ozellik Secimi (Feature Selection)

Ozellik segimi; veriye ait birgok ozellikten verinin
kiimesinin ~ veya smufinin  degerlerini  belirleyen
ozelliklerin belirlenmesidir [24]. Ozelliklerin alt kiimeleri
secilirken dogruluktan 6diin vermeden segilmelidir.
Ozellik segiminde ilgisiz ve gereksiz veriler silinerek
yiiksek boyutu indirgemek hedeflenmektedir [25].
Ozellik secimi yalnizca arama uzaymi kiigiiltmekle
kalmayip, smiflama igleminin kalitesini de artirmaktadir

[26].
2.4. Vektor Uzay Model Secimi (Vector Space Model)

Vektor uzay modelinde her nesne, vektdr yapisinda
tamimlanmaktadir. Nesnelerin  sahip oldugu farkli
ozellikler, vektor uzayinin eksenlerini olusturmakta ve her
nesne sahip oldugu ozelliklere gore vektdr uzaymda belli
bir konuma sahip olmaktadir [27]. Dokiiman
siniflandirma ¢aligmalarinda kullanilan 6zellik vektor

uzayr  sozciiklerin  dokiimanlardaki  goriintiilenme
sikliklarina dayanmaktadir. Yani her bir dokiiman
icindeki  sozciiklerin ~ dokiimanlardaki  frekanslari

hesaplanip sozciikk vektér uzayr olusturulur [6]. Bir
metnin, vektér uzay modelinde temsili i¢in ti¢ farkli
yontem kullanilmaktadir:

a) Binary vektor: Bu yontem ile metinsel veriler 1 ve
0’lar ile ifade edilmektedir. Veri i¢inde barindirdigi
kelimelerin sozliikteki varliklarina gére bu degerleri

almaktadirlar [28]. Veri setindeki kelimelerin
alacagi  degerler binary vektor temsilinde
{1,0,0,1...} seklinde olmaktadir.

b) Frekans vektor: Binary tammlamadan farkli olarak
veri i¢inde bulunan kelime koklerinin ka¢ defa
gectigi  bilgisinin de tutularak yapildig1 bir
tanimlama bigimidir [28]. Veri setindeki kelimelerin
alacagt  degerler frekans vektér temsilinde
{2,0,3,1...} seklinde olmaktadir.

€) TF-IDF vektor: Tf-idf agirliklandirmasinda her bir
dokiimandaki kelimelerin frekansi rol oynamaktadir.
TF (terim frekansi) degeri frekans bilgisini yani
terimin veri setinde ka¢ kez gegtigini tutar. IDF ise
tiim dokiimanlarda seyrek goriilen kelimeler ile ilgili
bir 6l¢ii verir. Eger kelime tiim egitim dokiimanlari
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incelendiginde sadece o dokiimanda gegiyor ise o
dokiiman igin belirleyici 6zelligi vardir [29].

Asagida 2. 1’ de TF ve IDF hesaplanmasi, 2. 2’ de ise
agirliklandirma hesaplanmasi gosterilmistir.

_ ﬂ.f; _ Tt
TFy =% . IDF, = log, (;) (2.1)
Agirhiklanduma = TF;; x IDF; (2.2)

TF degerinin hesaplanmasinda kullanilan n degeri, j nci
kelime kokiiniin toplanan i nci veri seti i¢inde kag defa
gectigi sayidir. d degeri ise veri seti i¢inde yer alan tiim
kelime koklerinin sayisidir. Formiil icinde yer alan i
degeri ise eposta i¢ginde yer alan kelimelerin sayisidir. IDF
degerinin hesaplanmasinda kullanilan n degeri toplam
belge sayisimi nj ise j. terimin goriindiigi belgelerin
sayisint gosterir. Agirliklandirma ise bu iki degerin
carpimi ile elde edilir [28].

2.5. Sumiflandirma (Classification)

Smiflandirma; smifi tammmlanmis mevcut verilerden
yararlanarak sinifi belli olmayan verilerin sinifin1 tahmin
etmek i¢in kullanilir [30]. Burada simiflarin sayisi ve
tanimlamalar1  daha Onceden Dbilinmektedir.  Siuft
bilinmeyen yeni veri Orneklerinin bu siniflara atanmasi
gerceklestirilir [31].

Verilerin siniflandirilmast igin belirli bir siire¢ izlenir.
Oncelikle var olan veritabanimin bir kismi egitim
amactyla  kullanilarak ~ smiflandirma  kurallarinin
olusturulmasi saglanir. Daha sonra bu kurallar yardimiyla
yeni bir durum ortaya c¢iktiginda nasil karar verilecegi
belirlenir [32]. Her veri kiimesinde miikemmel ¢alisan bir
algoritma olmadigindan bir¢ok siniflandirma algoritmasi
gelistirilmigtir. Bu c¢aligmada en yiiksek performansi
gosteren algoritma Ardigik Minimal Optimizasyon (SMO)
Algoritmasidir.

25.1. Ardistk  Minimal Optimizasyon
(Sequential Minimal Optimization Algorithm)

Algoritmasi

SMO, esas itibariyle destek vektdr kullanan bir
algoritmadir. Cok terimli kernel kullanarak destek vektor
siiflandiriciyr egitmek icin SMO Algoritmasint uygular
[33]. SMO algoritmasi, her asamada miimkiin olan en
kii¢iik optimizasyon sonucuna ulagsmay1 amaglar [34].

Bu algoritma, destek vektdr makinelerinin egitiminde
ortaya cikan ikinci dereceden programlama problemini
iteratif bir sekilde bir dizi daha kiigiik alt problemlere
bolmektedir. Destek vektér makinelerindeki ikinci
dereceden programlama problemi 2. 3’deki gibi ifade
edilmektedir.
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1
MAXe = Dijy X— ;E?:j_ E:—lﬂ}’f}’jK(Xij) oL 0L

(23)

2. 4 de i’ nin 1'den n’ e kadar tiim degerleri icin ¢;
degerinin 0 ve C degeri araliginda olmasi gerekmektedir.
Ayrica 2. 5 de i’den n’ e kadar tiim a; ve Y; degerlerinin
carpimlarinin toplamlart 0’a egit olmalidir. Elde edilen
kiiciik alt problemler iki adet Lagrange carpant
icermektedirler. Problem ay " in 0’dan biiyiik esit ve a,’nin
C degerinden kii¢iik esit oldugu durumda denklem 2.
6’daki hale doniismektedir.

0,2 C (24)

Iivie=0 (2.5)

Y1ty =k (2.6)
Bu asamadan sonra yapilmasi gereken tek boyutlu ikinci
dereceden fonksiyonun minimumunun bulunmasidir.
Bunun i¢in 6ncelikle optimizasyon problemi i¢in uygun
bir a; c¢arpani segilmektedir. Ardindan bir a, g¢arpani
secilmekte ve (a1, ay) ¢ifti optimize edilmektedir. Bu iki
asama yakinsayana kadar devam etmektedir [35].

3. UYGULAMA VE BILESENLERI
(IMPLEMENTATION AND COMPONENTS)

Gelistirilen metin madenciligi modelinin ¢aligsma adimlari
asagida belirtildigi gibidir:

Adim 1. FATIH projesine yonelik goriislerin metin
madenciligi yontemleri ile otomatik
degerlendirilmesinin yapilmasi amaciyla

uygulamada Oncelikle internet ortamindan alinan
goriisler toplanarak bir veri seti olusturulmustur.

Adim 2. Bu veri seti ¢ok sayida metin dosyalarindan
yani yapisal olmayan veriden olugmaktadir. Metin
madenciligi yontemlerinin bu veriler {izerinde
uygulanabilmesi i¢in bu verilerin yapisal veri haline
doniistiiriilmesi gerekmektedir. Bu baglamda elde
edilen veriler veri Onisleme basamaklarindan
gecirilmigtir.  Metin madenciligi veri Onisleme
boliimii; veri doniistiirme, tarama ve isaretleme,
durak kelimelerin ¢ikarilmasi ve kok bulma olmak
iizere dort asamadan olusmaktadir.

Adim 3. “Modelin egitilmesi” boliimiinde kullanicinin
ozellik ¢ikarmasina, eklemesine ve giincellemesine
firsat verilmektedir.

Adim 4. Her bir kelime vektdr uzay modelinde temsil
edilir. Kelimeler vektér uzay modelinde temsil
edilirken binary vektor, frekans vektor ve tf-idf
vektor olmak {lizere ii¢ yontem kullanilmaktadir.
Gelistirilen modelde kelimeler 3 ayr1 vektor
modelinde de temsil edilebilir. Yapisal hale
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donistirilen veriler txt veya arff formatinda
kaydedilebilir.

Adim 5. Literatiirde en fazla kullanilan makine
ogrenmesi algoritmalar1 ¢ahistirlmis ve FATIH
projesine yonelik goriigleri iceren metin dosyalari
smiflandirilarak algoritmalarin bu veri seti iizerinde
performanslari karsilagtirilmigtir.

Uygulamanin akig semas1 Sekil 1°de gosterilmistir:

| Ozellik Cikanmi ve Modeli Egitme

Vektor Uzay Model Secimi

Gaoriiglerin Otomatik Siflandinimas:

Sekil 1. Gelistirilen metin madenciligi modelinin akis
semasi (Improved text mining model flowchart)
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3.1. Verilerin Elde Edilmesi (Obtaining Data)

FATIH projesine yonelik internet ortaminda bulunan
goriigler alinarak bir veri seti olusturulmustur. Veri
setinde 444 adet goriis bulunmaktadir. Bu veri seti pozitif
ve negatif olarak gruplandirilmis ve siniflandiriciyt
egitmek iizere metin dosyalarma kaydedilmistir. Internet
ortamindan alinan bu yapilandirilmamis verilerin metin
madenciligi ile siniflandirilabilmesi igin yapisal hale
donistiiriilmesi  gerekmektedir. Bu nedenle gelistirilen
metin madenciligi veri 6nisleme yazilimi kullanilarak veri
seti yapisal hale doniistiirilmustiir.

3.2. Gelistirilen Metin Madenciligi Veri Onisleme

Yaziliminin  Bilesenleri (Improved Text Mining Data Pre-
processing Software Components)

Metin madenciligi siirecinde yer alan basamaklar
dogrultusunda modelin  bilesenleri  olusturulmustur.
Uygulama kodlanirken Visual Studio C# programi
kullanilmistir.  Yazilim ¢alistirildiginda  kullanicilarin
kargisina Sekil 2° de yer alan form gelmektedir.

o Metin Siniflandirma Veri Onigleme Basamaklan [==]=]
Metin Siniflandirma Veri l‘)ni;lz Basamaklara
Kelime icin en az harf sayis:: Déniistirme
Tarama ve Isaretleme
Dk ekt Gl
W=t
Metin Dosyalan
Dosya Ad Snf Kelime Sayst
4 OLUMLU 7
omek 10 OLUMLU 6
omek100:6¢ OLUMLY 2
omek107:6d OLUMLY 8
omelc102:64 OLUMLY 3
Biitiin Kelimeler
Keime Oran Olasilic Snf Dosys Secim ~
> 110 0,1 OLUMLU omek 1t ]
ik 110 01 OLUMLY omek bt a
defa 110 01 OLUMLY omek bt a
deviet 1710 01 OLUMLU omek 1 bt O
milltin 1710 01 OLUMLU omek 1 bt O
orune 110 01 OLUMLU omek 11t O
gecmisti 1110 01 OLUMLU omek 1t 0
= v
Vektor Uzay Model Secimi Modeli Egit
O Binary Veldor
() Frekans Vektor -
m O
(®) TE-IDF Vektor _
o I

Sekil 2. Gelistirilen metin madenciligi veri 6nigleme
yazilimi1 (Improved Text Mining Data Pre-processing Software)

Sekil 2’de verilen metin madenciligi veri Onisleme
yazilimi veri Onigleme, modeli egitme ve vektdr uzay
modelinin  se¢imi olmak {izere #i¢ ana kisimdan
olusmaktadir. Yazilimda “Klasor Se¢” butonu ile FATIH
projesine yonelik goriislerin bulundugu metin dosyalar
secilmektedir. Metin dosyas: ig¢inde bulunan metinlerin
kelime sayilabilmesi igin  gerekli harf  saysi
belirlenebilmektedir.
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3.2.1. Veri onisleme (Data pre-processing)

Metin dosyalarindaki verilerin yapisal veri haline
donistiirilmesinde gelistirilen “Metin Madenciligi Veri
Onisleme Basamaklar1” yazilimi kullanilmistir. Sekil 3’

de veri Onisleme basamaklarinin bulundugu kisim
gosterilmektedir:
L=l Metin Siniflandirma Veri Onisleme Basamaklari = [[E3][=
Metin Simflandirma Veri Onisleme Basamaklar:
Kelime icin en az harfsayisu: 3 Déniigtimme
Tarama ve Isarctieme
Klasir Seg. Durak: Cikanlmasi
[] Kok Bulma Veri Onisleme
Wetin Dosyalan
Dosya Adi Veri Onigleme E
»
omek108¢ 1 - Okunan metinlerdeki Turkge karakterler gevrilmigtir,
omek 100¢ (¢G->cC§5->sSul->il,aU->ul60-->00,§G->gG)
omek 1010 2- Okunan metinlerdeki noktolama isaretleri ve sayilar kaldinimigtir.
omek 10254 (.,::0123456789+-*_ /2= (J[1[}1%5#£<> )
Biitin Kelimeler 3- Okunan metinlerdeki Durak Kelimeleri kaldinlmigtir
Keime Oan (ve, veya, il iken, ginkd, fakat, ama, hem, yalniz, Gstelik, ki, zire, yoksa, bu, su, o,
onlar, bunlar, sunlar)
Ik I 4- Okunan metinlerdeki Turkge karakterler cevrilmis, noktalama isaretleri
kaldinlmis ve kelimeler kacak harfe sevrilmistir.
defa 110
devlet 110
milletin /10
onune 110
geomistc 110 0.1 OLUMLU omek] tt [m] ‘
= v
Vektor Uzay Model Secimi Modeli Egit
@ B
() Frekans Vektor -
C Dot e
(@) TF-IDF Vektor
ox I

Sekil 3. Veri onisleme basamaklar1 boliimii (Data pre-
processing)

Alinan metin dosyalarindaki veriler asagidaki veri
Onisleme basamaklarindan gecirilir:
a) Doéniistiirme: FATIH projesine yonelik internet

ortamindan alinan metinler incelendiginde Tiirk¢e ve
Ingilizce karakterlerin karigik olarak kullamildig
gorilmiistir. Bu nedenle uygulamada
standardizasyonun saglanmasi amaciyla metinlerdeki
Tiirkce karakterler Ingilizce karakterlere
donistirilmiistiir.

b) Durak kelimelerin ¢ikarilmasi: Uygulamada metin
dosyalart igerisinde yer alan ancak siniflandirma
isleminde bir anlami olmayan “ve, veya, ile, iken,
¢linkii, fakat, ama, hem, yalniz, tstelik, ki, zira, yoksa,
bu, su, o, onlar, bunlar, sunlar” gibi edat, bagla¢ ve

zamir  gibi  Kkelimeler metinden  ¢ikartilmistir.
c) Tarama ve isaretleme: Metin igindeki noktalama
isaretleri, simgeler ve sayillar gibi terimler

ayiklanmigtir. Metindeki climleler kelimelere ayrilmus,
tiim kelimeler kiigiik harfe cevrilmistir.

d) Kok bulma: Calismada Tirk¢e dogal dil isleme
kiitiphanesi olan Zemberek programi kullanilarak
kelimelerin kokleri tespit edilmistir.
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Uygulamada 1224 kelimeyi (6zelligi) ve “Pozitif veya
Negatif” degerini alabilen sinif (class) bilgisini i¢eren bir
veri seti olusturulmustur.

3.2.2. Ozellik se¢imi ve modeli egitme (Feature selection and
model training)

Modeli egitme boliimiinde; yeni &zellik ekleme, dzellik
cikarma ve Ozellik giincelleme olmak iizere 3 islem
yapilabilmektedir. Kullanict isterse bu boliimde manuel
olarak veri setine ozellik girip, ¢ikartabilir veya veri setini
giincelleyebilir. “Yeni oOzellik ekleme” butonuna
tiklandiginda Datagrid nesnesi iizerine girilen yeni kayit
veritabanina kaydedilmektedir. Datagrid nesnesi tizerinde
“Secim” kolonu icinde segilen kayit iizerinde oOzellik
¢ikarma ve ozellik giincelleme islemleri
yapilabilmektedir. Bu sayede kullanict modeli egiterek,
modelin daha iyi ¢calismasini saglayabilmektedir.

3.2.3. Vektor uzay modeli segimi (Vector Space Model)

Veri Onisleme basamaklarindan gegcirilerek kelimelere
ayrilan metin dosyasindaki bilgilerin iizerinde metin
madenciligi yontemlerinin uygulanabilmesi i¢in vektor
uzay modelinde temsil edilmeleri gerekmektedir.
Kullanici bu bolimde vektor tanimlama ydntemlerinden
(binary vektor, frekans vektor ve tf-idf vektor ) birini

secerek kelimeleri vektér uzay modelinde temsil
edebilmektedir.
Uygulamada  ozellikler  (kelimeler) tf-idf  vektor

tanimlama yontemi kullanilarak kelimeler vektdr uzay
modelinde temsil edilmistir. Vektdr uzay modelinde
temsil edilen veri seti kullanicinin istegine gore txt veya
arff dosyasi formatinda kaydedilebilmektedir.

Gelistirilen metin madenciligi veri 6nisleme yaziliminin
en onemli ayirt edici 6zelligi; sadece FATIH projesine
yonelik goriislerinin veri Onisleme basamaginda degil,
istenilen amaca yonelik metin siniflandirma isleminin veri
Onisleme basamaginda konudan bagimsiz bir sekilde
kullanilabilir olmasidir. Yani yazilim; “Klasér Seg¢”
butonu ile konudan bagimsiz bir sekilde goriislerin
bulundugu metin dosyalarinin  segilmesine  firsat
tanimaktadir.

3.3. FATIH Projesine Yonelik Goriiglerin Otomatik

Degerlendirilmesi (Automatic Evaluation of Opinions Concerning
FATIH Project)

Calismada veri Onislemi basamagindan sonra, veri seti
iizerinde makine 6grenmesi algoritmalarinin uygulanmasi
asamast  gerceklestirilmistir. Makine 6grenmesi
algoritmalariin uygulanmasinda agik kaynak kodlu
WEKA programi kullanilmistir. Veri seti 1224 6zellik ve
1 smf (pozitif/ negatif) bilgisini iceren toplam 444
kayittan olugmaktadir. Veri seti; egitim ve test verisi
olarak ayrilir iken K- Kat ¢apraz gecerleme yontemi
kullanilmistir.
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K- Kat ¢apraz gegerleme teknigi; birkag bin veya daha az
satirdan meydana gelen kiiciik veri tabanlarinda, verilerin
k gruba aynldigi k kathh capraz gecerlilik yontemi
kullanilabilir. Veri seti rastgele k adet gruba ayrilir. Bu
yontemde, ilk asamada birinci grup test, diger gruplar
O0grenim i¢in kullanilir. Bu siire¢ her defasinda bir grubun
test, diger gruplarin 6grenim amaglt kullanilmasi ile
sirdiriilir. Sonugta elde edilen on hata oranimnin
ortalamasi, kurulan modelin tahmini hata orani olacaktir.
Literatlirii inceledigimizde, genellikle k degerinin 10
olarak se¢ildigi goriilmektedir [36]. Bu nedenle bu
calismada da K-Kat c¢apraz gecerleme teknigindeki k
degeri 10 olarak belirlenmistir.

Veri seti egitim verisi ve test verisi olarak
gruplandirildiktan sonra, veri seti {izerinde literatiirde en
¢ok kullanilan makine d6grenmesi algoritmalarindan Naive
Bayes, K-En yakin komsu (k-NN, IBk), Karar Agaglari
(J48), SMO ve RBF Network [37] algoritmalar
uygulanarak olusturulan modellerin basarim o6lgiitleri
karsilagtirilmisgtir:

Tablo 1. Siniflandirma algoritmalarinin karsilastirmalari
(Comparison of classification algorithms)

Simiflandirma Algoritmalar:
Naive Kk-NN J48 SMO RBF
Bayes (IBk Network
k=1)

Dogru Olarak
Siniflandirilan | 370 362 357 394 377
Ornek Sayist
Yanlig Olarak
Siniflandirilan | 74 82 87 50 67
Ornek Sayist
Dogru Pozitif
(TP) 179 187 152 180 180
Yanlis Negatif
(FN) 30 22 57 29 29
Yanlis Pozitif
(FP) 44 60 30 21 38
Dogru Negatif
(TN) 191 175 205 214 197
EQC. Area | 0896 | 0.915 | 0.859 | 0.8859 | 0.861
egeri
Recall degeri | 0,833 0.815 | 0.804 | 0.887 | 0.849
zre,c's."’” 0.835 | 0827 | 0.807 | 0.888 | 0.85
egerl
F-Olgiitii 0.833 0.815 | 0.803 0.887 0.849
Kappa 0666 | 0.633 | 0603 | 0773 | 0.697
Istatistigi
Basari
Yiizdesi 83.33 81.53 | 80.40 88.73 84.90
(Dogruluk)
Tablo 1° de wverilen simiflandirma algoritmalari

incelendiginde, dogru olarak simiflandirilan 6rnek sayisi
(dogruluk yiizdesi) en yiiksek olan algoritmanin SMO
algoritmast oldugu (%88,73) goriilmektedir.
Siniflandirma algoritmalarinda basar1 ylizdesinin genel
olarak %80 ve iizerinde olmasi beklenir. Karsilagtirilan
smiflandirma algoritmalarinin basari yiizdelerinin %80 ve
iizerinde oldugu tespit edilmisgtir.

Tablo1’ de TP (True Positive) ve TN (True Negative) ile
gosterilen sayilar siniflar1 dogru tahmin edilen, FP (False
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Positive) ve FN (False Negative) ile gosterilen sayilar ise
smiflar1  yanlis tahmin edilen Orneklerin sayilarini
gostermektedir. En yiiksek bagarimi gosteren SMO
algoritmasimin  karigiklik matrisi (TP, TN, FP ve FN
degerleri) incelendiginde dogru pozitif siniflandirilan
ornek sayis1 180, yanlis pozitif siniflandirilan 6rnek sayisi
21, dogru negatif siniflandirilan drnek sayist 214 ve yanlis
negatif siniflandirilan 6rnek sayisi 29 olarak bulunmustur.
Toplamda dogru smiflandirilan &rnek sayisi 394 ve yanlis
siiflandirilan 6rnek sayis1 50 olarak tespit edilmistir.

Calismada en yiksek basarimi gosteren SMO
algoritmasina ait ROC egrisi Sekil 4’ te verilmigtir. SMO
algoritmasina ait ROC egirisi incelendigine bu degerin
0,8859 oldugu goriilmektedir. Bu degerin 1’ e yakin
olmasi algoritmanin tesadiifi bir tahminde bulunmadigini
gostermektedir.

Plot {Area under ROC = 0.8859)

Sekil 4. SMO algoritmasina ait ROC egrisi (SMO algorithm
of ROC curve)

Model basarim o6lgiitlerinden recall, precision ve f dlgiit
degerlerinin, ROC area degeri gibi 1’ e yakin olmast
istenir.  Karsilagtirma tablosu incelendiginde tiim
algoritmalarin Roc area, recall, precision ve f Olgiit
degerlerinin  0,80’den biiyiik oldugu goriilmektedir.
Ayrica kappa istatistik degeri 0,6 ile 0,8 arasinda ise
o6nemli derecede bir uyum oldugunu, siniflandiricinin
tesadiifi bir tahminde bulunmadigimni gostermektedir [38].

Literatirde konu ile ilgili benzer c¢aligmalar
incelendiginde  otomatik  degerlendirilmesi  istenen
metinlerin  siniflandirilmasinda metin =~ madenciligi
yontemlerinin - kullanildigt  goriilmektedir.  Metin
madenciligi yontemleri; reklam igerikli epostalarin
otomatik tespiti [28], e-ticaret sitelerinin belirlenmesi
[23], metinlerin otomatik smiflandirilmasi [39], firtin
yorumlarinin otomatik degerlendirilmesi [18] ve metin
madenciligi  tekniklerinin  kullanilarak  &grencilerin
mesajlarindan akademik durumlarinin ¢ikarilmasi [40]
gibi bircok dokiimanin otomatik analizinde kullanilarak
etkili sonuglar elde edildigi rapor edilmistir. Yorumlari,
goriis ve Onerileri iceren metin  dosyalarinin
siniflandirilmasinda paralel bir sekilde metin madenciligi
yontemlerinin kullanildig1 goriilmektedir.
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4. SONUC VE ONERILER (CONCLUSION AND
SUGGESTIONS)

Bu caligmada; metin madenciligi yontemleri ile FATIH
projesine yonelik internet ortaminda bulunan goriisler
otomatik analiz edilmis ve bu metin dosyalarini igeren
veri seti lizerinde metin siniflandirma algoritmalarinin
performanslar1 karsilastirilmistir.

Caligma kapsaminda elde edilen
listelenmistir:

sonuglar asagida

- FATIH projesine yonelik goriisleri iceren metin
dosyalart metin madenciligi yapilabilecek veri
formatina  doniistliriilebilmesi  i¢cin ~ “Metin
Madenciligi Veri Onisleme” yazilimi
gelistirilmigtir. Gelistirilen veri Onisleme yazilimi
kullanilarak yapisal veri olmayan metin dosyalari
yapisal veri haline doniistiiriilmektedir.

- Gelistirilen yazilimda; veri setine yeni ozellikler
eklenebilmekte, mevcut  Ozellikler  silinip,
diizenlenebilmekte yani modelin performansinin
iyilestirilebilmesi i¢im modelin egitilebilmesine
firsat verilmektedir. Bagka bir ifadeyle kullanici
tarafindan modele dinamiklik katilarak modelin
performansi artirilabilmektedir.

- Veri seti lizerinde literatiirde en ¢ok kullanilan

metin  siniflandirma  algoritmalarinin ~ model
basarim Olgiitlerine gore karsilagtirmali analizi
yapilmistir.

- Kullanilan metin siniflandirma algoritmalarinin
timiiniin basar1 ylizdelerinin 0.80° den biiylik
oldugu tespit edilmistir. Performansi karsilastirilan

algoritmalardan en yiiksek basarimin SMO
algoritmasina ait oldugu (%88,73)
gbzlemlenmistir.

- Model basarim olgiitlerinden ROC area, recall,
precision ve f dl¢iit degerlerinin 1 ¢ yakin olmasi
durumu siniflandiricinin  tesadiifi bir tahminde
bulunmadigina isaret eder [5, 38]. Tablo 1
incelendiginde s6z konusu degerlerinin 1’e yakin
oldugu gorillmektedir. Bu bulgu 6nemli derecede
bir uyum oldugunu, smiflandiricinin tesadiifi bir
tahminde bulunmadigini gostermektedir.

- Calismada FATIH projesine yonelik goriislerin
olumlu ya da olumsuz yargi igerdiginin metin
madenciligi yontemleri ile %88,73 dogruluk oram
ile otomatik tespiti yapilmigtir.

Uygulamada; FATIH projesine yonelik 444 adet goriis
toplanarak bir veri seti olusturulmus ve Ozellikler tf-idf
vektor tanmimlama yontemi kullanilarak vektdr uzay
modelinde temsil edilmistir. Daha sonraki caligmalarda
FATIH projesine ait goriislerin bulundugu dokiiman
sayisinin artirllarak Orneklemin genisletilmesi ve diger
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vektér tanimlama yontemleri (binary vektor, frekans
vektor) uygulanarak performanslarinin  birbirleriyle
karsilagtirilmasi  Onerilebilir. Ozellikle giinliik hayatta
karsilagilan verilerin yaklasik %85°nin yapisal olmayan
veri oldugu [41] ve bu verilerin belli bir amag
dogrultusunda islendigi zaman bir anlam ifade edecegi
diigtiniildigiinde [42], mevcut ¢aligmanin bu konu ile
ilgili calisacak aragtirmacilara ve FATIH projesini
yiriiten konu uzmanlarinin karar alma siire¢lerine destek
saglayacag diisliniilmektedir.
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