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In this study, the KNN algorithm was used for the diagnosis of heart diseases. In order to increase the
performance of the algorithm, parameter adjustment has been made and in this context; Manhattan, Euclidean
and Chebyshev distance measurements, Uniform and Distance weighting methods and neighbor numbers
between 1...15 have been tested on UCI Statlog and Cleveland datasets. Figure A summarizes the study.
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Figure A. The proposed method architecture

Purpose:

The aim of this study is to diagnose heart disease with high performance with the help of K nearest neighbor
algorithm supported by different parameters and meta-heuristic methods. Within the scope of the study,
parameter optimization was made.

Theory and Methods:

The KNN algorithm was preferred for the diagnosis of heart disease. In the study, the performance of the KNN
algorithm is discussed together with the number of neighbors, weight method and distance measurements.
Metaheuristic methods were also used in the study aiming to obtain the most appropriate KNN parameters.
Among the metaheuristic methods, genetic algorithms and simulated annealing were preferred.

Results:

The aim of the proposed method was to increase the classification success by parameter optimization. We
achieved this aim in the study and achieved a success above the literature average. The obtained classification
accuracy was measured as 90.11%. Parameter optimization, genetic algorithms and simulated annealing
techniques have increased their accuracy in heart disease classification.

Conclusion:

Although the KNN algorithm is a traditional method, it has been quite successful in diagnosing heart diseases.
Parameter determination and optimization studies have had a great impact on the success of the algorithm. In
our study, especially genetic algorithms significantly increased the classification success.
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Makale Bilgileri 0z

Aragtirma Makalesi Kalp hastaliklar1 6liim orani yiiksek hastaliklar grubundadir. Hastaligin teshisinde bugiine kadar klinik

Gelis: 31.07.2021 yontemler ve makine 6grenmesi yontemleri siklikla kullanilmistir. Bu ¢aligmada teshis i¢cin KNN algoritmasi

Kabul: 11.02.2022 kullanilmustir. Algoritmanin performansini artirmak igin parametre ayarlama yapilmis ve bu kapsamda;
Manbhattan, Euclidean ve Chebyshev uzaklik 6l¢timleri, Uniform ve Distance agirliklandirma yontemleri ve

DOI: 1...15 arasindaki komsu sayilar1 UCI Statlog ve Cleveland veri kiimeleri iizerinde denenmistir. Statlog veri

10.17341/gazimmfd.977127 kiimesi igin en yliksek siniflandirma dogrulugu %67,90 olup bu deger komsu sayisi 5, uzaklik yontemi
Euclidian ve agirliklandirma Distance ile elde edilmistir. Ayn1 veri seti lizerinde genetik algoritmalar da

Anahtar Kelimeler: caligtirilmig ve komsu sayisi 5, uzaklik yontemi Euclidean ve agirliklandirma Distance i¢in %88,88 dogruluk

Kalp hastalik teshisi, elde edilmigtir. Cleveland veri kiimesi i¢in elde edilen maksimum simiflandirma dogrulugu optimizasyon

makine dgrenmesi, oncesi %71,42 iken optimizasyon sonras1 %90,11 olarak dl¢iilmiistiir. Cleveland veri kiimesi i¢in en yiiksek

K en yakim komsu smiflayicist siniflandirma dogrulugu veren parametreler ise; komsu sayist 3, uzaklik yontemi Manhattan ve
aglrhklandlrma Uniform olmustur.
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Article Info ABSTRACT

Research Article Heart diseases are diseases with a high mortality rate. Clinical methods and machine learning methods have

Received: 31.07.2021 been used frequently in the diagnosis of the disease. In this study, the KNN algorithm was used for diagnosis.

Accepted: 11.02.2022 In order to increase the performance of the algorithm, parameter adjustment has been made and in this
context; Manhattan, Euclidean and Chebyshev distance measurements, Uniform and Distance weighting

DOI: methods and neighbor numbers between 1...15 have been tested on UCI Statlog and Cleveland datasets. The

10.17341/gazimmfd.977127 highest classification accuracy for the Statlog dataset is 67.90%, which is obtained with the number of

neighbors = 5, the distance method = Euclidian, and the weighting = Distance. Genetic algorithms were also
Keywords: run on the same data set and 88.88% accuracy was obtained for the number of neighbors = 5, distance method
= Euclidean and weighting = Distance. While the maximum classification accuracy obtained for the
Cleveland dataset was 71.42% before optimization, it was measured as 90.11% after optimization. The
parameters that give the highest classification accuracy for the Cleveland dataset are; number of neighbors
= 3, distance method = Manhattan and weighting = Uniform.
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1. Giris (Introduction)

Kalp hastaliklar1 tiim diinyada meydana gelen oliim vakalarinin
baglica sebepleri arasinda yer alirlar. Hastalik kontrol ve Onleme
merkezi tarafindan yayinlanan bir rapora goére [1] her yil yaklagik
600.000 kisi kalp hastaliklari nedeniyle hayatini kaybetmektedir. Kalp
hastaliklari, ilizerinde ¢okga caligilmast gereken bir konu olup kalp
kaynakli 6liim oranlarimi diigirmenin bir yolu hastaligin dogru ve
zamaninda teshis edilmesidir. Kalp hastaliklar1 siklikla asirt
yorgunluk hissi, mide bulantisi, boyun veya sirt agrisi, nefes darlif
ve benzeri belirtilerle kendini gosterir. Kalp hastaliklarinin kesin
teshisi igin rontgen, elektrokardiyogram, ekokardiyogram, fiziksel
egzersiz, kan testleri ve anjiyo ile desteklenmis doktor meyanesine
ihtiya¢ vardir. Bununla birlikte 6zellikle klinik verilerin artis1 kalp
hastaliklarinin uzmanlar tarafindan teshisini her gegen diin daha da
zorlagtirmaktadir [2]. Artan klinik veriler ve bu veriler arasinda iligki
kurmanin karmagsikligi gibi sorunlar nedeniyle teshiste makine
ogrenmesi kullanimi artik kuvvetli bir secenek halini almigtir [3].
Makine Ogrenmesi bakis acisiyla kalp hastaliklarmin teshisi bir
denetimli dgrenme gorevidir. Makine Ogrenmesine dayali teshis
sayesinde ge¢mis tecriibeler 1s1ginda daha hassas degerlendirme
yapma olanagi artmigtir. Tarihsel veriler ile egitilen teshis modelleri
kisilerin kalp hastasi olup olmadigi hakkinda yiiksek dogruluklu
tahminler iiretebilmektedir.

Bugiine kadar hastaligin teshisinde Naive Bayes [4] ve Destek Vektor
Makineleri [5] basta olmak iizere ¢ok sayida makine &grenmesi
algoritmasi kullanilmistir. Karayilan ve Kilig [6] kalp hastaliklarinin
teshisi i¢in geri yayilim algoritmasini kullanan bir yapay sinir ag
mimarisi Onermislerdir. UCI kalp hastalig1i veri kiimesi {izerinde
yapilan ilgili ¢aligmada %95 dogruluk elde edilmistir. Atkov vd. [7]
kalp hastaliklarina etki eden genetik ve genetik olmayan faktorleri bir
arada inceleyerek yapay sinir aglarina dayali bir model 6nermislerdir.
Ag mimarisi ve girdi faktorleri degistirilerek yapilan deneylerde %64
- %94 arasinda dogru teshis oranlari elde edilmistir. En iyi dogruluk
degeri genetik ve genetik olmayan faktorleri kullanan, iki gizli
katmani olan bir mimari ile elde edilmistir. Chitra vd. [8] optimize
edilmis bir yapay sinir agi mimarisi yardimiyla kalp hastaligi
olasiligini tahmin eden akilli bir sistem tasarlamiglardir. Calismada,
genetik algoritmalar ile desteklenen ileri beslemeli bir ag yardimiyla
%85,3 dogruluk, %83,5 hassasiyet ve %86,4 kesinlik elde edilmistir.
Yazid vd. [9] hastalik teshisi i¢in yapay sinir aglarini kullanmig ve
parametre ayarlama yaparak performans artis1 hedeflemislerdir.
Yapilan ¢caligmada Cleveland veri kiimesi {izerinde bir tahmin modeli
ortaya konmus ve %90,9 dogruluk orani elde edilmistir.

Alanla ilgili bazi calismalarda birden fazla makine O6grenme
algoritmas: sirayla kullamlmis ve algoritmalar basari agisindan
kiyaslanmustir. Bu kapsamda yapilan bir calismada [10] alt1 farkli
makine Ogrenmesi algoritmasi 12 farkli veri kiimesi {iizerinde
caligtirilmigtir. Kalp hastaliklari veri kiimesinde elde edilen dogruluk
orant %59,72 olarak dl¢lilmiistiir. Calisma bulgularindan birisi yapay
sinir aglarinin kii¢iikk ve orta biyiikliikteki veri kiimelerinde daha
yiiksek dogruluklar vermesi ve KNN algoritmasinin daha kisa siirede
sonug Uretmesidir. Mohan vd. [11], teshis i¢in dogrusal bir modele
dayali hibrit rastgele orman algoritmasit kullanan bir sistem
onermislerdir. Bu ¢alisma, ¢ok sayida siniflayici ve cesitli 6zellik alt
kiimeleri {izerinde uygulanmustir. Onerilen rastgele orman algoritmasi
ile %88,7 teshis dogrulugu elde edildigi raporlanmistir. Pawlovsky
[12] tarafindan yapilan ¢aliymada KNN algoritmas: kullanilarak
mesafeye dayali bir sistem gelistirilmis ve teshiste %85 dogruluk
orani elde etmistir.

Kalp hastaliklarinin teshisinde tekli siiflayicilar kadar ¢oklu
smiflayicilar da kullamlmistir. Bu kapsamda Shouman vd. UCI kalp

hastalig1 veri kiimesi iizerinde yaptiklar1 bir ¢alismada [13] ¢oklu
smiflayicilarm - kullaniminin -~ teshis  basarisii  artirdigini
raporlamislardir. Abushariah vd. [14] Matlab yardimiyla MLP ve
ANFIS algoritmalarini teshis i¢in bir arada kullanmislardir. Caligma
sonucuna gére MLP algoritmasi ANFIS algoritmasinin sonucunu
iyilestirmistir. Cleveland kalp krizi veri kiimesi {izerinde elde edilen
dogruluk %87,04 olarak Sl¢iilmiistiir. Malav vd. UCI kalp hastalig:
veri kiimesi iizerinde yaptiklari ¢aligmada [15] kalp hastaliklar ile
ilgili 14 adet 6zelligi farkh sekillerde gruplayarak ¢alistirmiglardir. K-
ortalamalar ve geri yayilim algoritmasinin birlikte kullanildigt
caligmada elde edilen smiflandirma dogrulugu %97 olarak
Ol¢iilmistiir.

Ozellik se¢iminin teshis basarisi iizerindeki etkisini gérmek iizere de
cesitli caligmalar yapilmistir. Alzahani vd. [16] kalp hastaliklar1 veri
kiimesi iizerinde oOzellik se¢imi yapmis ve Ozellik segimi
yontemlerinin  teshis  basarisina  artirdigint  raporlamiglardir.
Dolatabadi vd. [17] EKG sinyalleri lizerinde temel bilesen analizi ile
6zellik se¢cimi yapmis ve koroner arter hastalarinin otomatik teshisi
icin bir yontem ortaya koymuslardir. Calismada Destek Vektor
Makinesi kullanilmis ve siniflandirma dogrulugu %99,2 olarak elde
edilmistir.

Kalp hastaliklarinin  teshisinde  klasik makine G6grenmesi
algoritmalarina ek olarak derin Ogrenme algoritmalar1 da
kullanilmigtir [18]. Bu ¢alismalardan birinde koroner arter hastalig
derin 6grenme algoritmalar1 yardimiyla teshis edilebilmistir [19].
Yapilan c¢aligmada, bir derin oto kodlayict yeniden yapilandirma
hatasini tahmin etmek i¢in kullanilmis ve ¢alisma sonunda %86,34
dogruluk, %91,37 hassasiyet ve %82,90 kesinlik degeri elde
edilmistir. Wiharto vd. tarafindan yapilan ¢aligmada [20] koroner arter
hastaliginin teshisi i¢in bir istihbarat sistemi Onerilmistir. Performans
artis1 maksadiyla verideki anormalliklerin giderilmesi ve yeniden
ornekleme calisilmigtir. Yeniden oOrneklenmis veriler iizerinde K-
yildiz algoritmasi kullanilmig ve sonuglar AUC basta olmak iizere
cesitli performans metrikleriyle sunulmustur. Elde edilen en yiiksek
AUC degeri %87,5 olarak olglilmistir. Gegmis ¢aligmalardan
goriilecegi lizere makine Ogrenmesi algoritmalart kalp hastaligt
teshisinde yogun olarak kullanilmigtir. Bununla birlikte kalp kaynakli
Slimlerin sikligi nedeniyle daha yiiksek dogruluga sahip yontemlere
hala ihtiya¢ vardir. Bu amaca yonelik olarak ¢aligmamizda kalp
hastaliklarinin  teshisi i¢gin KNN algoritmasi optimize edilmeye
caligtlmigtir.  Algoritmanin performansini etkileyen parametreler
uzaklik yontemi, komsu sayis1 ve agirliklandirmadir. Performans
artigl igin ¢caligmamizda fakli uzaklik yontemleri, komsu sayilari ve
agirliklandirma yontemleri ile deneyler yapilmis ve en uygun
parametreler elde edilmistir. Parametre belirlemede 1zgara arama,
genetik algoritmalar ve benzetilmis tavlama yontemleri kullanilmstir.

2. Deneysel Metot (Experimental Method)

KNN algoritmas1 basta Oriintii tanima olmak {izere yapay zeka
alaninda yogun olarak kullanilan uzaklik tabanli bir smiflayicidir.
KNN tabanli simiflandirmada test Ornekleri ile egitim Ornekleri
arasindaki uzakliklar hesap edilerek test 6rnegine en yakin K adet
ornek secilir. Ardindan secilen K adet 6rnegin simif bilgilerinden
¢ogunluk oylamasi ile test Orneginin smifi elde edilir [21]. Bu
caligmada test 6rnegine yakin egitim orneklerini bulmakta kullanilan
uzaklik yontemleri ilk parametre, test drneginin komsu sayisi ikinci
parametre ve agirliklandirma {igiincii parametre olarak ele alinmustir.
Yapilan deneyler neticesinde en yiiksek siniflandirma dogrulugu
veren parametreler 1zgara arama yontemine gore elde edilmistir.
Ayrica, en uygun Ozellik degerleri ile daha yiiksek siniflandirma
dogruluklar elde edebilmek i¢in genetik algoritmalar ve benzetilmis
tavlama teknikleri kullanilmistir.
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2.1. Kullamlacak parametreler (Parameters to use)

KNN algoritmasinin performansini artirmak {izere segilen uzaklik
yontemi, komsu sayis1 ve agirliklandirma parametreleri bu kisimda
aciklanmustir.

2.1.1. Parametre 1: Uzaklik yontemi (Parameter 1: Distance method)

Uzaklik yontemi parametresi i¢in bu c¢aligmada {i¢ farkli uzaklik
6l¢timii kullanilmistir. Bu 6l¢iimler Minkowski uzaklik yonteminin
formlarindan olusan dl¢timlerdir. X ve C, n-boyutlu uzayda iki vektor
olmak flizere bu iki vektor arasindaki Minkowski uzakligi Es. 1’de
gortildiigi gibidir.

n : ozellik adedi

Xi : X vektoriiniin i ozellik degeri
ci : C vektoriiniin i ozellik degeri
P : minkowski derecesi

n Yp
(Y- )
i=1

Minkowski esitliginde yer alan p degeri esitligin derecesini verir.
Esitlikte p=1 1iken yontem Manhattan (man) uzaklifina
doniismektedir. Manhattan uzakligi, X ve C vektorlerine ait boyutlar
arasindaki farklarin mutlak degerleri toplamia esittir. Esitlikte p=2
oldugunda uzaklik yontemi Euclidian (euc) uzakligina doniisiir.
Euclidian uzakligi boyutlar arasi farklarin kareleri toplaminin
karekokii olarak bilinir. Esitligin derecesi p=co oldugunda ise uzaklik
yontemi Chebyshev (cheb) yontemine doniisiir. Chebyshev yontemi
boyutlar arasindaki farklarin maksimumunu verir [22]. Uzaklik
yontemleri i¢gin minimum deger 0 iken maksimum deger igin bir sinir
vermek miimkiin degildir. X= (X1, %2, .., Xxp) vEe C =
(¢4, €3, .., €) R™ olmak iizere uzaklik yontemlerine ait Es. 2, Es. 3 ve
Es. 4. asagida verildigi gibidir.

n
Manhattan = lei —ql ?2)

i=1

Euclidian =

3

Chebyshev = max(|x; — ¢;|) “4)

KNN smiflayict deneylerinde her ii¢ uzaklik olciimiine gore de
deneyler yapilarak uzaklik parametresinin en uygun degeri tespit
edilecektir.

2.1.2. Parametre 2: Komsu sayist (Parameter 2: Number of neighbors)

KNN algoritmasimin  dogasmna uygun olarak bir test Ornegini
siniflandirabilmek i¢in ona en yakin K adet egitim drneginin se¢imine
ihtiyac vardir. K degerinin ne olmasi gerektigine dair kesin bir goriis
olmamakla birlikte komsu sayisinin maksimum degeri konusunda bir
Oneri komsu sayisinin egitim drneklerinin karekokii kadar olmasidir
[21]. Bu nedenle g¢alismamizda maksimum komsu sayist egitim
orneklerinin  karekokiine yakin bir deger olarak 15 seklinde
secilmistir. Ayrica, kalp hastaliklariin teshisi iki sinifli bir problem
ve KNN tabanli smiflandirma ¢ogunluk oylamasma dayali bir
algoritma oldugu i¢in komsu sayis1 degeri tek degerlerden se¢ilmistir.
Boylece 1...15 arasindaki tek sayilar (1, 3, 5, 7, 9, 11, 13, 15) bu
caligmada komsu sayis1 olarak kullanilacaktir.
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2.1.3. Parametre 3: Agirliklandirma (Parameter 3: Weighting)

KNN algoritmasi ¢ogunluk oylamasina dayali bir siniflayict olmasina
ragmen kimi zaman yakin komsularin ne derece yakin olduklarin
bilmeye ihtiya¢ vardir. KNN algoritmasinda eger her komsu esit
agirlikla ele almacaksa Uniform agirliklandirma her komsu aradaki
mesafeye dayali olarak agirliklandirilacaksa da  Distance
agirliklandirma secilir. Mesafeye dayali agirliklandirmada agirlik
faktorii 1/d ya da 1/d° seklinde verilmektedir [23]. Bu calismada
agirliklandirma parametresi olarak Uniform ve Distance degerleri
kullanilmistir. Hangi yontemin siniflandirmaya daha fazla katki
sagladig1 deneyler agamasinda tespit edilecektir.

2.2. Izgara arama ve metasezgisel yontemler (Grid search and
metaheuristics)

KNN algoritmasimnin performansini artirabilmek i¢in en uygun
parametreleri tespit eden 1zgara arama ve Ozellik degerlerini
giincelleyen genetik algoritmalar ile benzetilmis tavlama yontemleri
kullanilacaktir. Izgara arama yontemi olas1 biitiin parametre
degerlerinin denenmesi ve en yiikksek sonucu veren eslesmenin
bulunmasi amaciyla kullanilir. Izgara arama yontemi ardindan KNN
smiflayici performansini artirmak igin optimizasyon teknikleri
kullanilacaktir. Optimizasyon teknikleri, siklikla esin kaynagini
dogadan alan ve bir problemin en iyi ¢6ziimiinii bulmaya odaklanmig
arama yontemleridir. Ornegin, robotun bir hedefe giderken
kullanacagi yol karincalarin yiyecek ararken kullandigi yontemden
esinlenir [24]. Bu ¢alismada parametre ayarlama ve KNN siniflayict
performansint artirmak igin genetik algoritmalar ve benzetilmis
tavlama gibi meta sezgisel teknikler kullanilmustir. Tlgili tekniklerin
geemis caligmalarda da bu alanda yogun kullanim 6rnekleri
bulunmaktadir [25]. Genetik algoritmalar evrime dayali ve dogal
secilimi kendisine Ornek alan bir arama yontemidir. Caprazlama,
yeniden bir araya getirme, mutasyon, uygunluk ve en uygunun
secilmesi gibi adimlardan olusur [26]. Genetik algoritmalar daha 6nce
de KNN algoritmasini optimize etmek ic¢in kullanilmistir [27].
Benzetilmis tavlama algoritmasi da optimizasyon problemleri igin
tasarlanmis olasilifa dayali bir algoritmadir [28]. En iyi ¢dziimii en
kisa zamanda bulmaya odaklanmis bir yontemdir.

3. Sonuglar ve Tartismalar (Results and Discussions)

Bu galismada uzaklik olglimii, komsu sayisi ve agirliklandirmanin
siniflandirma basarisina etkisi incelenmis ve siniflandirma sonuglari
dogruluga dayali olarak karsilastiilmigtir.  Ayrica  model
degerlendirme 10-kat g¢apraz dogrulama yontemine gore yerine
getirilmistir.

3.1. Veriseti (Dataset)

Deneylerimizde UCI Statlog ve Cleveland kalp hastaliklart veri
kiimesi kullanilmigtir [29]. UCI Statlog veri kiimesi her biri 13 6zellik
degeri ile sunulan 270 drnek igermektedir. Cleveland veri kiimesi de
Statlog veri kiimesine benzer oOzellikler igerir. Statlog veri
kiimesinden farkli olarak Cleveland veri kiimesinde tahmin degiskeni
ile birlikte 14 ozellik ve toplam 303 kayit yer alir. Her iki veri
kiimesinde de yer alan degiskenler hastalik belirtileri ve teshis
asamasinda Olciilen degerler ile iligkilidir. Veri kiimesinde yer alan
tahminci degiskenler ikili say1 veya siirekli say: tiirlindedir. Hem
Statlog veri kiimesine hem de Cleveland veri kiimesine ait 6zellikler
Tablo 1°de verilmistir.

3.2. Dogruluga dayali karsilastirmalar (Accuracy based comparisons)

Secilen parametrelerin smiflandirma dogruluguna etkisini gérmek
icin Oncelikle farkli uzaklik yontemleri farkli komsu sayilari ve
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agirliklandirma yontemleri ile deneyler yapilmis ve sonuglar
raporlanmigtir. Sonuglart karsilastirmak ve daha bagarili olan se¢imi
elde edebilmek i¢in model degerlendirme metriklerinden dogruluk
6l¢timii kullanilmistir. Dogruluk, tahmin edilen sinif ile gercek sinifin
uyumunu oransal olarak veren bir l¢iimdiir. Ornegin, modelin kalp
hastalig1 riski var seklinde tahmin ettigi vakanin gergekten riskli
olmasi ile modelin risk yok seklinde tahmin ettigi vakanin gergekten
risksiz olmasi sayisinin biitiin vakalara orani dogruluk olarak sunulur.
Dogruluk, Tablo 2’de verilen karisiklik matrisine dayali olarak tarif
edilebilir.

Calismanin yontemine uygun olarak her bir parametre degeri igin
deneyler yapilmig ve sonuglar elde edilmigstir. Ayrica, optimizasyon
yontemleri ile elde edilen simiflandirma sonuglari da sunulmustur.
Dogruluga dayal1 6lgiimlerde, dnce Statlog veri kiimesi i¢in sonra da
Cleveland veri kiimesi ic¢in degerler asagidaki tablolarda yer

almaktadir. Deneyler sirasinda 6ncelikle ii¢ farkli parametre degerinin
en uygun degerleri 1zgara arama yontemine gore bulunmaya
caligilmistir. Yonteme gore komsu sayisi, agirlik fonksiyonu ve
uzaklik yontemi belirlenen deger araliklarinda test edilmis ve en iyi
sonucu veren parametreler elde edilmistir. Siiflandirma dogrulugu
komsu sayist ile iligkili olmakla birlikte komsu sayisi artarken
dogruluk artar veya azalirken dogruluk azalir seklinde bir sey
sOylemek her zaman miimkiin degildir. Bununla birlikte Tablo 3’de
goriilecegi tizere en yiiksek siniflandirma dogrulugunu veren komsu
sayist 11 olarak tespit edilmistir. Uzaklik yontemleri agisindan
sonuglara bakildiginda optimizasyon oOncesi chebyshev yontemi
euclidean ve manhattan yontemlerinden daha yiiksek dogruluk
vermistir. Ayrica uniform agirhiklandirma distance
agirliklandirmadan daha yiiksek siniflandirma dogrulugu vermistir.
Elde edilen en yiiksek smiflandirma dogrulugu %67,90 olarak
Ol¢iilmistiir.

Tablo 1. UCI Statlog ve Heart Disease veri kiimesi (UCI Statlog and Heart Disease dataset)

UCI Statlog

UCI Heart Disease (Cleveland)

Yas

Cinsiyet

Gogils agrist tipi (chest pain type) (4 farkli deger)
Dinlenme sirasindaki kan basinci

Mg/dl cinsinden serum kolesterolii (serum cholesterol
in mg/dl)

Aclik kan sekeri > 120 mg/dl

Dinlenme sirasindaki elektrokardiyografik sonuglar
Ulagilan maksimum kalp hizi

Egzersize bagli angina

Dinlenmeye gore egzersizin neden oldugu STEMI
depresyonu

Zirve egzersiz STEMI segmentinin egimi

Floroskopi ile renklendirilen biiyiik damar sayisi (0-3)
Talyum Stres Testi Sonucu (thal) 3 = normal; 6 = kalici
hasar; 7 = geri dondiiriilebilir hasar

Yas

Cinsiyet

Gogiis agrist tipi (chest pain type) (4 farkli deger)
Dinlenme sirasindaki kan basinct

Mg/dl cinsinden serum kolesterolii

Aglik kan sekeri > 120 mg/dl

Dinlenme sirasindaki elektrokardiyografik sonuglar
Ulasilan maksimum kalp hizi

Egzersize bagl angina

Dinlenmeye gore egzersizin neden oldugu STEMI
depresyonu

Zirve egzersiz STEMI segmentinin egimi

Floroskopi ile renklendirilen biiyiik damar sayisi (0-3)
Talyum Stres Testi Sonucu (thal) 3 = normal; 6 = kalic1
hasar; 7 = geri dondiirtilebilir hasar

Kalp hastalif teshisi (najiyografik hastalik statiisii
status)

Tablo 2. Karisiklik matrisi (Confusion matrix)

Tahmin edilen sinif

Risk var Risk yok
Risk var TP (True Positive) FN (False Negative)
Gergek Smif — piskyok  FP (False Positive) TN (True Negative)

Dogruluk = (TP+TN)/(TP+FN+FP+TN)

Tablo 3. Statlog veri kiimesi i¢in siniflandirma dogruluklari (Classification accuracies for the Statlog dataset)

Izgara arama

Genetik algoritma

Benzetilmig tavlama

K Man. Euc. Cheb. Man. Euc. Cheb. Man. Euc. Cheb.
Agirliklandirma yontemi: Uniform

1 60,49 49,38 54,32 81,48 75,30 80,25 71,43 62,96 50,61
3 66,66 60,49 60,49 79,01 69,13 72,83 66,11 74,07 54,32
5 60,49 60,49 64,19 79,01 67,90 80,25 66,62 61,72 50,61
7 64,19 62,96 64,19 80,25 59,25 66,66 58,17 45,67 59,25
9 64,19 64,19 64,19 82,72 65,43 80,25 75,30 70,37 51,85
11 65,43 61,72 67,90 85,18 80,25 74,07 65,43 81,48 60,49
13 64,19 64,19 60,49 83,95 65,43 83,95 75,30 64,19 74,07
15 66,66 62,96 60,49 83,95 71,77 79,01 71,77 59,25 59,25
Agirliklandirma yontemi: Distance

1 60,49 49,38 54,32 82,71 80,25 69,11 62,96 55,55 59,25
3 66,66 60,49 60,49 83,95 77,77 72,83 59,25 62,96 64,19
5 59,25 62,96 64,19 75,30 88,88 77,77 58,02 70,37 51,85
7 64,19 64,19 65,43 70,37 86,41 67,90 67,90 61,72 45,67
9 64,19 64,19 65,43 62,96 80,25 46,91 62,96 70,37 56,79
11 65,43 60,49 64,19 80,25 62,96 72,83 71,60 59,25 59,25
13 64,19 61,72 60,49 81,48 60,49 70,37 66,66 76,54 55,55
15 64,19 62,96 61,72 75,30 86,41 80,25 69,13 67,90 64,19
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Siniflayic1 dogrulugunu artirmak igin optimizasyon teknikleri de
kullanilmigtir. Tablo 3’de goriilecegi tizere optimizasyon teknikleri
smniflandirma dogruluklarma pozitif yonde etki etmistir. Statlog veri
kiimesinde optimizasyon oncesi en yiiksek siniflandirma dogrulugu
%67,90 iken optimizasyon sonrasi bu deger %88,88 olarak
Ol¢lilmiigtiir. Optimizasyon Oncesi en bagarili komsu sayist 11 iken
optimizasyon sonrasi komsu sayist 5 olarak tespit edilmistir. Uzaklik
yontemi euclidean ve agirliklandirma yontemi distance olarak tespit
edilmistir. Genetik algoritmalar yontemi ile siniflandirma dogrulugu
optimizasyon Oncesine kiyasla %20,98 oraninda artmustir.
Benzetilmis tavlama yontemi de siniflandirma dogrulugunu artmustir.
Benzetilmis tavlama yontemi sonrasi elde edilen maksimum
siniflandirma  dogrulu  %81,48 olarak Olglilmiistir. Boylece
optimizasyon tekniklerinin smiflandirma dogruluguna belirgin
sekilde katki sagladigi goriilmuistiir.

Sekil 1°de goriilecegi iizere en yiiksek smiflandirma dogrulugu

genetik algoritmalarla desteklenmis ve manhattan uzakligini kullanan
(Manhattan + Genetic Algorithm) siniflayici ile elde edilmistir. Onu

100.00

§0.00

genetik algoritmalarla optimize edilen ve chebyshev uzakligini
kullanan (Chebyshev + Genetic Algorithm) siniflayicisi takip etmistir.
Benzetilmis tavlama yontemiyle optimize edilen siiflayicilar onlari
takip etmistir.

Sekil 2°de distance agirliklandirma ile agirliklandirilmig veri kiimesi
iizerinde elde edilen degerler goriilmektedir. En yiiksek siniflandirma
dogrulugu genetik algoritmalarla desteklenmis euclidean uzaklik
yontemini kullanan simiflayict (Euclidian + Genetic Algorithm) ile
edilmistir. Onu takip eden siniflayict genetik algoritmalarla
desteklenmis ve manhattan uzakligini kullanan (Manhattan + Genetic
Algorithm) smiflayici olmustur.

Statlog veri kiimesi igin yapilan ¢aligmalar Cleveland veri kiimesi i¢in
de yapilmustir. Cleveland veri kiimesinde simiflandirma dogrulugunu
artiran parametrelerin neler oldugu tespit edilmistir.

Cleveland veri kiimesi {izerinde yapilan deneylerde optimizasyon
oncesi elde edilen en yiiksek siniflandirma dogrulugu %71,42 olarak

60.00

40.00

20.00 ‘
0.00

K=11 K=13 K=15

® Euclidian

Manhattan + Genetic Algorithm
B Chebyshev + Genetic Algorithm
® Manhattan + Simulated Annealing ®Euclidian + Simulated Annealing

® Manhattan
® Chebyshev
® Euclidian + Genetic Algorithm

= Chebyshev + Simulated Annealing

Sekil 1. Uniform agirliklandirma ile elde edilen siniflandirma dogruluklari
(Classification accuracies achieved with uniform weighting)

100.00

80.00

60.00

40,00

20.00 ‘ |
0.0

K=11 K=13 K=15

(=
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# Chebyshev
® Euclidian + Genetic Algorithm

® Euclidian

Manhattan + Genetic Algorithm
¥ Chebyshev + Genetic Algorithm
B Manhattan + Simulated Annealing ®Euclidian + Simulated Annealing
B Chebyshev + Simulated Annealing

Sekil 2. Distance agirliklandirma ile elde edilen siniflandirma dogruluklar
(Classification accuracies achieved by distance weighting)
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elde edilmistir. Bu degeri veren komsu sayisi 3 ve 9, uzaklik yontemi
manhattan ve agirliklandirma yontemi uniform agirliklandirmadir.
Optimizasyon teknikleri uygulandiktan sonra Genetik algoritma
destekli KNN %90,11 dogruluk verirken benzetilmis tavlama destekli
KNN %76,54 dogruluk vermistir. Optimizasyon yardimiyla elde
edilen simiflandirma dogrulugundaki artis %18,69 olarak dl¢iilmiistiir.

Tablo 4 Cleveland veri kiimesi lizerinde yapilan ¢alisma sonuglarimi
vermektedir. Cleveland veri kiimesinde elde edilen sonuglar genel
olarak Statlog veri kiimesinden daha yiiksektir. Sekil 3’den goriilecegi
iizere genetik algoritmalar ile optimize edilen ve manhattan uzakligi
kullanan simiflayict en yiiksek degeri vermistir. Onu genetik
algoritmalar ile desteklenen euclidean uzakligima dayali siniflayic

takip etmistir. Benzetilmis tavlama yontemi de baglangi¢c durumuna
gore siiflandirma dogruluklarini artirmistir.

Sekil 4, distance agirliklandirma ile agirliklandirilmis verilerin
dogruluklarini sunmaktadir. En yiiksek simiflandirma dogrulugunu
genetik algoritmalarla desteklenen chebyshev uzaklik yontemi
vermistir. Onu genetik algoritmalarla optimize edilen ve euclidean
uzakligini kullanan siniflayict takip etmistir.

3.3. Gegmis ¢alismalarla karsilagtirma (Comparison with past studies)

Bugiline kadar basta kalp krizi olmak fiizere ¢ok sayida kalp
hastaliginin teshisinde makine 6grenmesi algoritmalari kullanilmistir.

Tablo 4. Cleveland veri kiimesi i¢in siniflandirma dogruluklar (Classification accuracies for the Cleveland dataset)

Izgara arama Genetik algoritma Benzetilmis tavlama
K Man. Euc. Cheb. Man. Euc. Cheb. Man. Euc. Cheb.
Agirliklandirma yontemi: Uniform
1 67,03 60,43 60,44 69,23 48,35 53,84 60,49 66,66 65,43
3 71,42 63,73 62,63 90,11 73,62 62,63 55,55 76,54 62,96
5 68,13 58,24 67,03 72,52 65,93 83,51 65,43 65,43 65,43
7 69,23 65,93 63,74 80,22 84,61 76,92 60,49 61,73 67,90
9 71,42 70,32 64,83 75,82 57,14 52,74 56,79 54,32 60,49
11 65,93 68,13 68,13 82,41 87,91 51,65 50,61 51,85 75,30
13 68,13 68,13 70,33 86,81 86,81 52,74 67,90 51,85 65,43
15 70,33 69,23 69,23 75,82 49,45 76,92 59,26 56,79 54,32
Agirliklandirma yontemi: Distance
1 67,03 60,43 60,43 64,83 70,33 70,33 64,19 55,55 55,55
3 69,23 62,64 62,64 61,53 64,83 60,43 58,02 53,08 65,43
5 70,32 59,34 64,83 72,52 72,52 72,52 66,66 62,96 56,79
7 68,13 65,93 63,74 64,83 79,12 80,22 48,12 60,49 49,38
9 70,32 70,32 64,83 58,24 68,13 75,82 60,49 60,49 70,37
11 68,13 69,23 65,93 63,73 78,02 78,02 53,08 55,55 59,25
13 70,32 65,93 68,13 60,43 60,44 72,52 54,32 61,73 61,72
15 70,32 68,13 68,13 73,62 70,33 56,04 56,79 59,25 55,55
100.00
§0.00
. o i I 1 i i |
40.00 ‘ i ‘I ;i i ‘ ‘
ol || | ‘ VAR I I“ | H |
0.00 ¥ . : ) I .
K=1 K=3 K=5 K=7 K=9 K=l11 K=13 K=15
® Manhattan ® Euclidian
= Chebyshev Manhattan + Genetic Algorithm

® Euclidian + Genetic Algorithm

® Chebyshev + Genetic Algorithm

® Manhattan + Simulated Annealing ®Euclidian + Simulated Annealing

® Chebyshev + Simulated Annealing

Sekil 3. Uniform agirliklandirma ile elde edilen siniflandirma dogruluklar
(Classification accuracies achieved with uniform weighting)
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Sekil 4. Distance agirliklandirma yontemi i¢in siniflandirma dogruluklari
(Classification accuracies for the distance weighting method)

Bu caligmalarin ¢ogunda Cleveland Kalp Hastalig1 veri kiimesi ve edilmigtir. Kardiyovaskiiler hastaliklar konusunda yapilan bir

Statlog Kalp hastalifn veri kiimesi kullanilmistir. Bu bdoliimde
Ozetlenen ¢aligmalar da ilgili veri kiimelerini kullanan ¢aligmalardan
secilmistir. 2016 yilinda Suganya vd. [30] kalp hastalifim1 tahmin
etmek i¢in CART smiflandiricisinin kullanimini 6nermistir. CART
siniflandirict algoritmasmin kalp hastaligi tahmin dogrulugu %83
olarak elde edilmistir. Dangare vd.[31] kalp hastalig1 tahmini igin
Karar Agaclari, Naive Bayes ve Sinir Aglar1 algoritmalarimi
kullanmigtir. Statlog ve Cleveland veri kiimeleri iizerinde yapilan
caligmada Karar agaglar1 %96,66, Naive Bayes %94,44 ve Sinir aglari
%99,25 dogruluk vermistir. Sigara kullanim1 ve obezite 6zelliklerinin
eklenmesi ile dogruluk oranlari Sinir aglarinda %100, karar
agaclarinda %99,62 ve Naive Bayes algoritmasinda %90,74 olmustur.

2015 yilinda Abdar vd.[32] kalp hastaliklari riskini tahmin etmek igin
C5.0, Neural Network, SVM ve KNN yontemlerini kullanmiglardir.
C5.0, Sinir Aglari, SVM ve KNN'nin dogrulugu sirasiyla %93,02,
%89,4, %86,05 ve %80,23'tiir. C5.0 algoritmasi digerlerine kiyasla
daha iyi performans gostermistir. Takci tarafindan UCI Statlog veri
kiimesi lizerinde yapilan ¢aligmada [33] kalp krizi tahmini i¢in en
uygun siniflayici ve 6zellik se¢im yonteminin tespiti hedeflenmistir.
12 adet simiflayici performans agisindan kiyaslandiktan sonra dzellik
se¢imin dogru tahmine etkisi Sl¢iilmistiir. Elde edilen degerlere gore
dogrusal ¢ekirdek kullanan destek vektér makinesi en basarili
siiflayict ve ReliefF algoritmasi en basarili 6zellik se¢im yontemi
olmustur. Simiflayicilardan elde edilen maksimum dogruluk %84,81
olarak ol¢iilmiigtiir. Dwivedi [34] kalp krizi tahmini i¢in ¢ok sayida
makine Ogrenmesi algoritmasini UCI statlog kalp hastaligi veri
kiimesi {izerinde test etmistir. Yapilan ¢alismada; yapay sinir aglari,
destek vektor makineleri, lojistik regresyon, KNN, siniflandirma
agac1 ve naive bayes algoritmalarini kullanilmis ve en iyi sonucu %85
dogruluk ile lojistik regresyon algoritmasi vermistir.

Raza [35] tarafindan yapilan ¢alismada ¢ogunluk oylamasi kullanan
bir topluluk mimarisi dnerilmistir. Bir vakada kalp hastaligin tahmin
etmek i¢in lojistik regresyon, ¢ok katmanli algilayic1 ve Naive Bayes
algoritmalar1 birlestirilmistir. Bu birlestirme sonucunda %88,88'lik
siniflandirma dogrulugu elde edilebilmistir. Bir bagka ¢alismada [36]
mesafeye dayali dayali aykir1 deger saptama modeli yardimiyla kalp
hastaliklar1 teshis deneyleri yapilmigtir. Sunulan modelin basarisini
ortaya koymak iizere gesitli performans 6lgiitleri altinda Heart Statlog
ve Cleveland kalp hastaligi veri kiimesi {izerinde ¢aligma yapilmis ve
Heart Statlog veri kiimesi {izerinde maksimum %96,70 dogruluk elde
458

aragtirmada [37] teshis i¢in bir Uzman Sistem gelistirilmistir. Amag,
hastalig: teshis edecek kisiye uygun tavsiyenin verilmesidir. Teshisi
kolaylagtirmak ve kurallar1 azaltmak icin Kaba Kiime Teorisi
kullanilmigtir. Bu aragtirmada, UCI makine 6grenimi deposundan
Statlog veri kiimesi kullanilmugtir. Sistemin uygulanmasi igin
MATLAB kullanilmustir.

KNN siniflayict performansini artirmak igin ¢aligmamizda yaptigimiz
gibi parametre iyilestirmeye yonelik caligmalar da yapilmistir. O
caligmalardan birinde, kalp hastaliklar1 veri kiimesi lizerinde bir
metasezgisel yontem olan parcacik siirii optimimizasyonu (PSO)
ozellik se¢imi igin kullamilmustir [38]. UCI Statlog veri kiimesi
iizerinde yapilan ¢alismada KNN algoritmast ile PSO y6ntemi birlikte
calistirilmig ve %100 dogrulukla teshis yerine getirilebilmistir. PSO
yardimiyla secilen oOzellikler 8 tanedir ve K=1-15 arasindaki
degerlerin tamaminda %100 dogruluk elde edilmigtir. Calismada
ozelliklere IQR ad1 verilen bir agirhik ilavesi de yapilmustir.

Yine bir baska metasezgisel olan genetik algoritmalar da ¢ok sayida
caligmada sonug iyilestirmede kullanilmigtir. Bu ¢aligmalardan
birinde [39] genetik algoritmalar yardimiyla KNN smiflayici
performansi iyilestirilmistir. Genetik algoritmalar siniflandirmaya
etki eden en iyi Ozellikleri se¢mek konusunda destek olmus ve
dogruluk oranlar1 %100 degerine ulagmistir.

Bu alandaki gegmis ¢aligmalarin bir 6zeti Tablo 5’de goriilmektedir.
Kalp hastaliklarinin teshisinde yapay sinir aglari, karar agaclari,
destek vektor makineleri, K en yakin komsu algoritmasi, derin
O6grenme algoritmalari ve bulanik sistemler kullanilmustir. Kimi
calismalarda tekil olarak kullanilan algoritmalar kimi ¢aligmalarda da
birlikte ele alinmistir. Ozellik segimi, parametre iyilestirme ve diger
yontemlerin kullanimi da yapilan ¢alismalar arasindadir. Metasezgisel
yontemlerin siniflandirma basarisint artirdigi ve siklikla 6zellik
secimi amactyla kullanildig1r goriilmiistiir. Calisgmamizda KNN
algoritmas: kullamlmis ve smiflayici performansimi artirmak igin
komsu sayisi, uzaklik yontemi ve agirliklandirma parametreleri
optimize edilmistir. Model dogrulugunu artirmak icin Genetik
Algoritmalar ~ ve  Benzetilmis = Tavlama  yontemlerinden
yararlanilmigtir. Caligmamiz hem UCI Statlog veri kiimesi iizerinde
hem de Cleveland veri kiimesi iizerinde yapilmis olup optimizasyon
destegi ile elde edilen en yiiksek smiflandirma dogrulugu %90,11
olarak elde edilmistir.
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Tablo 5. Gegmis ¢aligmalarla karsilagtirma (Comparison with past studies)

. - . Maksimum
Yazar Algoritma Veri kiimesi Dogruluk (%)
. VN UCI Cleveland Veri

Yazid vd. [9] Yapay Sinir Aglar Kiimesi 90,90
UCI Statlog Kalp Hastali1

Suganya vd. [30] CART siniflayici Veri Kiimesi 83,00

< . C UCI Statlog Kalp Hastali1

Dangare vd. [31] Karar Agaclari, Naive Bayes ve Sinir Aglari Veri Kiimesi 99,25

Abdar vd. [32] C5.0, Sinir Aglars, SVM ve KNN UCI Statlog Kalp Hastaligi o5 )
Veri Kiimesi

Takei [33] 12 farkli makine 6grenmesi algoritmasi UCI. Stﬁltlog.l(alp Hastalig1 84,81
Veri Kiimesi

Dwivedi [34] ANN /SVM / LVOJIStlk regresyon /KNN/ UCI. St.a.ltlog.Kalp Hastalig1 $5.00

Siniflandirma agaci / Naive bayes Veri Kiimesi
Raza [35] LO_]. istik regresyon, ¢cok katmanli algilayici ve UCI. St?tlog.Kalp Hastalig1 88.88
Naive Bayes Veri Kiimesi

Bhuvaneeswari vd, Gradient Tree Boosting Algorithm UCI. Stﬁltlog.Kalp Hastalig: 96,70

[36] Veri Kiimesi

Jabbar [38] KNN+PSO+IQR UCI Statlog Kalp Hastah@g 1
Veri Kiimesi

Noor [39] KNN+GA (Genetik algoritma) UCI Statlog Kalp Hastah@ 9

. Veri Kiimesi

Oflerd1g1m12 KNN+GA UCI. St?tlog.ve Cleveland 90,11

yontem Veri Kiimesi

4. Sonuclar (Conclusions)

Bu c¢alismanin amaci kalp hastalig1 teshisinde optimize edilmis KNN
algoritmasi kullanarak simiflandirma dogrulugunu artirmaktir. Bu
kapsamda komsu sayisi, uzaklik yontemi ve agirliklandirma
parametreleri ele alinmis ve en yiiksek siniflandirma dogrulugunu
veren parametre degerleri 1zgara arama yoOntemine gore tespit
edilmistir. Optimizasyon Oncesinde Statlog veri kiimesinde en yiiksek
smiflandirma  dogrulugu veren komsu sayisi=11, uzakhk
yontemi=chebyshev ve agirliklandirma yontemi=Uniform olarak
belirlenmigtir. Elde edilen en yiiksek smiflandirma dogrulugu
%67,90’dir. Smiflayict optimizasyonu i¢in iki metasezgisel yontem
kullanilmis ve genetik algoritmalar yardimiyla %88,88 siiflandirma
dogrulugu elde edilmistir. Cleveland veri kiimesi igin yapilan
deneylerde de yine optimizasyon Oncesi elde edilen maksimum
dogruluk %71,42 iken optimizasyon sonras elde edilen deger %90,11
olmustur. En iyi sonucun elde edildigi komsu sayis1 3, agirliklandirma
yontemi distance ve uzaklik yontemi euclidean olarak tespit
edilmistir.

Yapilan deneyler KNN simiflayicilarin dogru parametreler ve
optimizasyon  yardimyla yiiksek smmflandirma  dogrulugu
verebilecegini gostermektedir. KNN smuiflayicilarinin performansini
artirmada 6zellikle genetik algoritmalarin kullaniminin siniflandirma
dogrulugunu artirdigr goriilmiistiir. Benzetilmis tavlama yontemi de
sonuclart iyilestirmekle birlikte genetik algoritmalar kadar basarili
olamamigtir. Yapilan ¢aligmalar neticesinde KNN simuiflayicilardaki
verimlilik diislisii probleminin dogru parametreler ve optimizasyon
teknikleri yardimiyla ¢oziilebilecegi goriilmiistiir. Ayrica diger
siniflayicilar gibi KNN smiflayicilarin da kalp hastaliklarinin
teshisinde 6nemli bir teshis yontemi oldugu goriilmiistiir.
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