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Oz: Bir metnin hangi duygu sinifina ait oldugunu bulma problemi duygu siniflandirma olarak bilinmektedir. Bu islemin
otomatize bir sekilde yapilmasi ¢evrimigi ortamda bilyiik miktarda verinin ¢ok kisa siirelerde analiz edilebilmesine olanak
saglamaktadir. Boylece miisteri memnuniyetini 6l¢me, reklam ve igerik dnerme gibi birgok farkli amagla kullanilabilmektedir.
E-ticaret uygulamalarinda duygu siniflandirma i¢in kullanici yorumlarinin yani sira, memnuniyet derecesini 6lgen sayisal bir
puanlama ya da duygu durumunu kategorik bir degisken olarak ifade edecek bir degiskene daha ihtiyag duyulmaktadir. Bu
sayede etiketli verilerden olusan veri seti ilizerinde denetimli 6grenme ile model olusturulmaktadir. Burada yasanan bir
dezavantaj kullanicilarin bir iiriinden ¢ogunlukla memnun olmalari1 ya da tam tersi sikayet¢i olmalaridir. Bu durumda olusan
veri seti dengesiz olmaktadir. Bu ¢alismada Tiirk e-ticaret platformu Hepsiburada firmasina ait 243 bin kullanict yorumundan
olusan veri seti kullanilmistir. Dengesiz olan bu veri setinde, siniflandirma performansinin iyilestirilmesi i¢in derin 6grenme
algoritmalar1 kullanilmis ve dengesiz veri seti yaklagimi sunulmustur. Sunulan yaklasim ile yanls pozitif oran1 % 69’dan %
90’a, dogruluk degeri ise % 95.5’ten % 99’a iyilestirilmistir.

Anahtar kelimeler: Derin Ogrenme, Metin Simiflandirma, Yinelenen Sinir Aglari

Improving Sentiment Classification Performance Using Deep Learning and Undersampling
Approaches

Abstract: The problem of finding out which emotion class a text belongs to is known as sentiment classification. Performing
this process in an automated manner enables large amounts of data to be analyzed in a very short time, online. Thus, it can be
used for many different purposes such as measuring customer satisfaction, recommending advertisements and content. In e-
commerce applications, besides user comments for emotion classification, a numerical scoring that measures the degree of
satisfaction or another variable that will express the emotional state as a categorical variable is needed. In this way, a model is
created with supervised learning on the data set consisting of labelled data. A disadvantage here is that users are mostly satisfied
with a product or vice versa complained. In this case, the data set is unbalanced. In this study, a data set consisting of 243
thousand user comments of the Turkish e-commerce platform Hepsiburada was used. In this unbalanced dataset, deep learning
algorithms were used to improve classification performance and an unbalanced dataset approach was presented. With the
approach presented, the false positive rate was improved from % 69 to % 90 and the accuracy was improved from % 95.5 to
% 99.
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1. Giris

Yapay zekanin alt dallarindan biri olarak kabul edilen Dogal Dil Isleme (DDI) metin verileri iizerinde duygu
siiflandirma, 6zet bilgi ¢ikarma, yazar tanima, benzerlik 6lgme, varlik tanima, Soru-cevap robotlar gelistirilmesi,
makine gevirisi gibi gorevlerle ilgilenen bir disiplindir [1]. DDI, dilin 6nden/sondan eklemeli olmasi, kullanilan
kisaltma, baglag, noktalama isaretleri, ciimle 6gelerinin sirasi, 6zellikle ¢evrimici kaynaklarda kullanilan ve duygu
durumlar1 ifade eden emojiler nedeni ile karmasik bir siire¢ olarak ele alinmaktadir. DDI siireci verinin
hazirlanmasi ve makine 6grenmesi kullanilarak model gelistirilmesi seklinde ana adimda ele alinmaktadir.

DDIi’de kullanilan metin veri seti “Kiilliyat” olarak adlandirilmaktadir. DDI siireci, bu kiilliyattan gelen
veriler lizerinde faydasiz kelime tespiti, kok bulma, vektorlestirme gibi 6n igleme ve veri temizleme yapilmasi,
ardindan denetimli/denetimsiz/pekistirmeli veya hibrit makine 6grenmesi algoritmalar1 kullanilarak bir model
gelistirilmesi ve ¢ikt1 olarak amaglanan bilginin elde edilmesi seklinde islemektedir [2].
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DDI’de kullanilan yaklagimlardan birisi olan duygu analizi bir metnin daha dnce belirlenen smiflardan
hangisine ait oldugunun tespit edilmesidir. Duygu analizi giiniimiizde sosyal medya basta olmak iizere saglik,
bilisim, e-ticaret gibi bir¢cok farkli alanda kullanicilarin haber, paylasim ve e-ticaret platformlarinda triinlere
yaptiklart yorumlarin adaptif olarak simiflandirilmasi ve bu bilgilerin analiz edilmesi amaciyla yaygin olarak
kullanilmaktadir. Bu sayede insan eliyle islenemeyecek 6l¢tide biiyiik veri makine 6grenmesi ile islenebilmektedir
[3]. E-ticaret alaninda duygu analizi, kullanici-iriin ve kullanici-platform etkilesimi kullanilarak fiyat ve
tamitimlarin belirlenmesi, miisteri memnuniyetinin 6l¢iilmesi, miisteri kayip analizi ve kisiye 6zgii kampanyalarin
yapilmasi gibi farkli amaglarla kullanilabilmektedir. Bu amagla kullanicidan {iriin ve/veya magaza/siiregle ilgili
metin ve duygu durumun sinifin1 ifade edecek kategorik bir giris istenmektedir. Bu kategorik girig puanlama ya
da dogrudan sinifa ait bir emoji olabilmektedir. Puanlama olmasi durumunda “Denklem 17 de verildigi gibi esik
deger karsilagtirmas: yapilarak kullanicidan alinan yorum pozitif/negatif gibi smiflandirilabilir. Coklu giris
aracihig ile verilecek kategorik girislerde ise daha ¢ok sinif ifade edilebilmektedir. “Denklem 1 de verilen t giris
climlesi olmak {iizere € secilen esik deger ve p ise yoruma verilen puandir. Bu durumda pozitif ve negatif olmak
iizere iki sinifli bir etiketleme yapilmis olunmaktadir. Baz1 durumlarda skor skalasindaki ortanca deger “notr”
olarak kabul edilerek ii¢ sinifli bir etiketleme yapilabilmektedir. Sonug olarak giris metni ve sif etiketinden
olusan iki siitunlu etiketli bir seti ile denetimli makine dgrenme siireci kullanan makine 6grenmesi algoritmalari
ile egitim islemi gergeklestirilmektedir [4].

Duygu analizinde, 6n isleme asamasinda gerceklestirilen bir diger islemde vektorlestirme yani metin
verilerinin sayisallagtirilmasidir. Sayisallastirma i¢in kullanilacak en basit algoritma her bir kelimenin benzersiz
lojik bir deger olarak ifade edilmesini saglayan “one-hot-encoding” yaklagimidir. Ancak bu yaklagim kiilliyat
icinde gecen her kelime igin ayr1 bir kodlama gerektirdiginden giris verilerinin boyutunu onemli 6lciide
arttirmaktadir. Metin igsleme algoritmalarimin gerektirdigi bellek ve islem giicii yiiksektir, bu nedenle geleneksel
makine Ogrenmesi algoritmalar1 yerine derin 0grenme algoritmalarina ihtiyag duyarlar. Derin 6grenme
kullanmanin bir diger avantaji, makine 6grenmesinde kullanilan boyut indirgeme ve 6zellik segim islemlerinin bu
yaklasgimda model tarafindan kesfedilebilir ve 6grenilebilir olmasidir [5].

(1, t(p) =e (D)
s(t) = {—1, t(p) <e

2. Duygu Analizi

Duygu analizi, etiketli veriler tizerinde denetimli makine 6grenmesi ile egitilen bir model kullanilarak girig
metninin 6nceden belirlenen hangi duygu siifina ait oldugunun siniflandirilmasi seklinde igleyen bir siiregtir.
Literatiirde bir¢ok amagla faydali olarak kullanilabilmektedir. En bilinen kullanim alani, sosyal medya
kullanicilarinin giindem konular ile ilgili yazdiklari yorumlarin otomatize siniflandirilmasidir [6, 7]. Bunun yam
sira duygu analizinin turizm alaninda gelistirilmesi igin biiyiik veri ile entegre edilen yaklagimlar gelistirilmistir
[8].

Abualigah ve digerleri (2020) ¢evrimici dokiimanlarin kullanilarak saglik bakim kalitesinin arttirilmasi
amaciyla bu alana 6zgii yapilan ¢alismalari inceleyen bir derleme ¢alisma gergeklestirmistir [9]. Dogal dil
islemenin bir alt dali olan duygu analizi, dilin gramatik yapis1 ve 6ge dizilimi gibi bir¢ok alt problemle de
ugragmaktadir, bu agidan Cince ve Arapga gibi dillere 6zgii farkli yaklasimlar gergeklestirilmesi gerekmektedir
[10]. Yousif ve digerleri (2017) bilimsel ¢alismalarda benzerlik analiz yapilmasi, bilimsel atiflardaki duygu analizi
yapilmasi i¢in hibrit yaklagimlar geligtirmislerdir [11]. Duygu analizinin son yillarda artan bir ilgiyle kullanildigi
alanlardan birisi de finans sektoriidiir. Hisse senetlerinin gelecekteki fiyat hareketleri i¢in finans ile ilgili gevrimici
veri izleme platformlarinda kullanici ve analistlere ait yorumlarin adaptif olarak siniflandirilmasi ve zaman serileri
tizerinde hibrit yaklagimlarin kullanilmasi ile hisse senedi trend tahmini metrik degerlerinin iyilestigi goriilmiistiir
[12]. Bu galismada ise bir e-ticaret sistesine ait kullanic1 yorumlarini igeren ve oldukca dengesiz olan bir veri
setinde siniflandirma performansinin iyilestirilmesi amacglanmigtir, genel olarak duygu smiflandirma
caligmalarinda kullanilan 6n iglemler sirali olarak asagidaki gibi verilmistir [13].

Giiriiltii temizleme: Metin i¢inde yer alan noktalama isaretleri metinden atilir. Metinden atilmasi gereken diger
grup ise Ingilizcede “Stop Words” olarak bilinen eklerdir. Tiirkcede faydasiz kelimeler olarak adlandirilan baglag
gurubu bu ekler 6grenme modelinin egitiminde etkisi olmadig1 icin boyut kiigiiltme ve egitim/test adiminda
gereksinim duyulan iglem giiciiniin gereksiz kullanilmamasi amaciyla metinden atilir.
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Doniisiim: Metin i¢inde biiyiik/kiigiik harfler karigik olabilir, metnin egitimden 6nce sayisallastirilmasinda farkli
temsillere neden olacagi ve bu durumunda modelin bagarimini kétii yonde etkileyecegi igin tiim metin genel olarak
kiiglik harflere doniistiiriiliir.

Boyut secimi: Goriintii isleme uygulamalarinda oldugu gibi veri setinin es bir boyuta getirilmesi islemidir. Egitim
ve test isleminde giris verilerinin ayn1 boyutta olmasi gerekmektedir. Metin verileri birbirinden ¢ok farkli boyutta
olabilmektedir. Ayn1 boyuta getirme i¢in “Denklem 2” de verildigi gibi kiilliyat icinde yer alan kelimelerin frekans
degerleri kullanilir. Esitlikte metinde yer alan her kelimenin frekansini temsil eden C; degeri kiilliyat i¢in secilen
esik deger olan C, degerinden daha biiyiik ise metin vektoriinde tutulur. Her bir giris metninde frekansi diistik
kelimeler metinden atilir. Bu noktada yasanabilecek bir problem ¢ok kisa yorumlarin belirlenen boyuttan daha
diisiik kelime icermesidir. Bu durumda metin vektorlestirme asamasinda 0 gibi se¢ilen bir degerle boyuta esit olana
kadar doldurulur.

Vektorlestirme: Egitim isleminden dnceki en 6nemli adimdir. Makine 6grenmesi algoritmalart sayisal degerlere
ihtiya¢ duyarlar. Metin verilerinin sayisallastirilmasi igin birgok yaklasim kullanilabilmektedir. Yaklagimlarin
ortak Ozelligi metin verilerinin sayisallastirilarak temsil edilmesi ve &grenme modeline giris olusturacak
ozelliklerin se¢iminin saglanmasidir.

b= ) Eger G(f) > Co() @

Giiriiltii Temizleme Kiigiik Harf Déniigiimi Bovut Belirleme Vektorlestirme

Sekil 1. Metin siniflandirma i¢in kullanilan 6n islem adimlari
2.1. Vektorlestirme Yontemleri

One-hot Encoding: Sekil 1°de verilen ilk vektorlestirme yonteminde metin i¢indeki her kelime tek bir bit lojik
“1” digerlerinin ise lojik “0” olarak kodlanmasi ise elde edilir. Vektorlestirme igin kullanilabilecek en basit
yontemlerden bir tanesidir. Ancak kiilliyatin boyu ile orantili olarak olduk¢a fazla sayida vektor elde edilmis
olunur, bu durum 6grenme algoritmasinin egitim igleminin uzamasina neden olmaktadir. Bu teknigin, en 6nemli
dezavantaj1 ise metinde yer alan 6Zelerin sirasi ve birbirleri ile olan iliskilerini temsil edemeyecek olusudur [14].
Bag of Words: Kelime torbasi anlamina gelmektedir. Bu yaklasimda kiilliyat i¢inde gegen kelimelerin sikligi
temsil olarak kullamilir, “Denklem 3” te x; ; metin iginde kelimenin ge¢ip gegmedigini gdsteren mantiksal degisken
olmak iizere, bow Kkiilliyat igindeki kelimelerin kelime ¢antas1 haline getirilmesini temsil eder, sayisallastirma igin
her kelime i¢in 1 veya 0 degerleri kiilliyat icindeki sikliklarina gore belirler. Bu yontemde “one-hot encoding”
yonteminde oldugu gibi kelime ve 6ge sirast bilgisi tutulmaz. Ancak temsil edilen boyut daha kiigiiktiir. Bu
yaklagim metin siniflandirmadan ziyade, 6ge diziliminin daha az 6nemli oldugu spam belirlemede yaygin olarak
kullanilmaktadir [14].

X110 " X1
bow = ( : : )
Xm1 " Xmn (©))
(L Eger x; ; icindeyse C
Xij = {0, Degilse

TF-IDF: Bir kelimenin kiilliyat igindeki onemini gosteren istatistik temelli bir agirliklandirma yontemidir.
“Denklem 4” te tf; ; i’nin j igindeki frekansini, df; i terimini iceren toplam dokiiman sayisin1 ve N ise toplam
dokiiman sayisin1 vermektedir. Metin islemede faydasiz kelime tespiti genelde kural tabanli olarak ¢aligmaktadir.
Ancak bu yontem en sik gegen terimlerin agirligimt diisiirdiiglinden noktalama isareti ve bagla gibi faydasiz
kelimelerin elenmesi amac1 ile de kullanilabilmektedir. BoW yonteminde oldugu gibi 6ge dizilimi ile ilgili bir
bilgi tutmazlar. Ancak web sitelerinin pagerank gibi puanlamasi gibi algoritmalarda kullanilmaktadir [15].

N
Wic = tfi,jxlog (d_fi @)
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N-gram: Veri lizerinde arama ve karsilastirma yaparken tekrar sayisini belirlemek i¢in kullanilan bir algoritmadir.
N tekrar derecesini ifade etmektedir. N sayisina gore 1:unigram, 2:bigram, 3:trigram olarak isimlendirilmektedir.
Arama motorlarinda oldugu gibi metin arama ve birbirleri ile en ¢ok iligkili kelimelerin bulunmasinda
kullanilmaktadir. Dokiiman aramada en sik kullanilan algoritmalardan bir tanesidir, bu 6zelliklerinin yani sira
diger baz1 vektorlestirme algoritmalarinda da kullanilirlar [16].
Word2vec: Detimsiz 6grenme ve tahmin tabanli olarak ¢alisan, metin i¢indeki 6gelerin dizilimini temsil edebilen
vektorlestirme algoritmalarindan bir tanesidir. Google arastirmacist Mikolov (2013) tarafindan gelistirilmistir
[17]. Word2vec CBOW ve Skip-gram olmak {izere iki algoritma kullanmaktadir. Her ikisi de gizli katmandan
olusan bir yapay sinir ag1 (YSA) kullanmaktadir. Bu YSA’da giris ve gizli katmanda aktivasyon fonksiyonu
kullanilmaz, ¢ikis katmaninda ise softmax bulunmaktadir. Word2vec algoritmasinin en Onemli hiper
parametrelerinden bir tanesi w; giris penceresi sayisimin se¢imidir. Bu giris penceresi sayisina gore
oncesinde/sonrasinda gegen kelimeler tahmin edilmeye ¢aligildigi i¢in 6ge dizilimi temsil edebilmektedir. YSA
giriginde kiilliyat i¢inde yer alan benzersiz kelime sayisi kadar vektor olusturularak one-hot encoding
yapilmaktadir. SKip-gram algoritmasinda W giris olarak alinarak, diger kelimeler tahmin edilmeye ¢alisilmaktadir,
CBOW algoritmas: ise diger kelimeleri giris olarak alip merkezdeki tek kelimeyi tahmin etme prensibine gore
calismaktadir. CBOW algoritmasi kii¢iik veri setlerinde daha etkindir, biiyiik veri setleri kullanan uygulamalarda
ise Skip-gram daha performansli ¢aligmaktadir. Benzer sekilde pencere sayisi kiigiik ise CBOW, biiyiik ise Skip-
gram algoritmasi tercih edilmektedir [17].

Kullanilan YSA’nin ¢ikis katmani olasiliksal degerleri icermektedir. Verilen girise gore ¢ikis degeri olacak e
tiim e* lere boliindiigiinde, her bir ¢ikisin kendi olasiliksal degeri elde edilmis olunur. Bu yaklagim “Denklem 5”
te oldugu gibi esitlik olarak ifade edilebilmektedir. Verilen esitlikte P(WtJr j|wt) w; kelimesinden pencere sayisi
() sonra wy, ; kelimesinin gelme olasiligidir. Word2vec algoritmasinda varsayilan egitim tur sayis1 5, pencere
sayist 10, vektdr boyutu ise 300°diir. Metinde ki 6ge sirasin1 temsil edebilmesinin yani sira, egitim isleminin uzun
olmas1 en biiyiik dezavantajlaridir. Google gelistiricileri bu dezavantaji giderebilmek i¢in negatif 6rneklemeye
dayal bir baska yaklasim gelistirmislerdir. ingilizce icin egitilmis modeller kullanmak avantaj yaratmaktadir,
ancak Tirkge i¢in word2vec kullanilarak egitilmis veri seti bulmak zordur [18].

ul v, 5
) =</ ©

t
U,
W=1e wt

Fasttext: Word2vec kullanilarak Facebook (2016) aragtirmacilari tarafindan gelistirilmistir. Word2vec
algoritmasinda kullanilan YSA yapisinda girig olarak one-hot encoding ile kodlanmis vektorleri kullanmadan 6nce
metin n-gram algoritmasina gore prealanmir. Word2vec ile kiyaslandiginda birlikte gegen kelimeler daha iyi
diizeyde temsil edilebilmektedir. Bu baglamda word2vec ile kiyaslandiginda pencere sayisi ile birlikte n-gram
algoritmasindaki n sayisinida hiper parametre olarak verilmektedir [19].

GloVe: Word2vec algoritmasinda kullanilan CBOW ve Skip-gram istatistik temelli olarak kelimelerin anlamsal
birlikteliklerini yakalayabilir ancak birlikte kullanilma istatistiklerini kullanmazlar. Pennington (2014) tarafindan
Onerilen bu modelde “Denklem 6” da verilen yeni yaklagimla istatistiklerin daha etkin kullanimim
amaglamuslardir. Esitlikte X;; kiilliyat iginde kelime giftlerinin birlikte gegme sayist, w;, w; ise kiilliysat igindeki
gecme sayisi, V kiilliyattaki kelime sayisidir [20].

v (6)
J= Z fXi )Wl wj + b; + b; — lOgXij)z

i,j=1
3. Derin Ogrenme

Makine 6grenmesi ile kiyaslandiginda derin 6grenme biiyiik veri setleri ve karmagik gorevler i¢in daha
uygundur. Makine 6grenmesinde, daha kiigiik veri setlerinde 6grenme basarimini arttirmak igin 6zellik se¢imi gibi
islemler elle yapilabilir; derin 6grenme algoritmalarinda ise elde bulunan nitelikli verilerden 6zellik se¢imi gibi
islevlerinde adaptif yapilmasi saglanmaktadir. Bu c¢alismada kullanilan derin 6grenme algoritmalar1 asagida
incelenmistir [21].
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3.1. Evrisimli Sinir Aglan

Evrisimli Sinir Aglar1 (ESA) o6zellikle, Diinya genelinde diizenlenen Imagenet yarismalarinda en iyi
performans gosteren algoritmalardan birisi oldugu i¢in oldukga popiiler hale gelmistir. Cekigmeli {iretici aglar ve
oto kodlayicilar gibi birgok farkli sinir aginda kullanilan ESA’lar tek ve ¢ok boyutlu verilerle ¢aligabilmektedir

[22].
N Evrisim . Havuz ... | Evrisim Havuz Baglanti Cikig
Giris v Katmani-1 Katmam-1 Katmani-N| /Katmam-N Katmam ||| Katmam

Sekil 2. ESA yapisi

Sekil 2°de ESA modelinin genel blok diyagrami ve ¢alisma adimlari verilmistir. Bu adimlar sirasi ile giris

verisini alma, giris verisi iizerinde alt-6rnek olusturma (evrisim) ve olusturulan alt-6rnekler tizerinde havuz (6zellik
secimi) yapma islemlerini kapsamaktir. Ogrenme aginda istenildigi kadar 6zyinelemeli olarak evrisim ve havuz
ara katmanlar1 ¢ogaltilabilir. Son adimda tiim agdaki tiim sinir hiicrelerinin baglandig:r baglanti katmani ve
siiflandirict sayist kadar ¢ikis hiicresi bulunmaktadir [22].
Evrisim Katmani: Bu asamada giris verisi tizerinde daha kii¢iik bir ¢ekirdek matris segilerek konvoliisyon islemi
uygulanmaktadir. Girig matrisi lizerinde satir ve siitunlar boyunca gezdirilen bu ¢ekirdek matris sonrast giris
verisinden n adet alt veri matrisi olugturulmus olur. Bu islem ESA siniflandirma basarisi agisindan bilyiik 6nem
arz etmektedir. Saha uygulamalarinda smiflandiricinin basarisimt arttirmak igin giris verisine giiriiltii ekleme,
simetri alma, dondiirme gibi dn-islemler de uygulanarak veri kiimesi genisletilir. Egitim islemine bu 6n adimlari
eklemek sozii edilen giiriiltiilii, simetrik, dondiiriilmiis verinin de taninmasini saglamaktadir. “Denklem 7¢ de f
giris verisi k segilen mxn boyutunda kernel matrisi olmak tizere bu konvoliisyon sonrasi i adet E ile ifade edilen
alt rnek elde edilmektedir.

m—-1m-1 (7)

I -1
Ej = Z Z Wab f(i+a)(j+b)

a=0 b=0

Havuz Katmani: Elde edilen alt-6rnekler tizerinde mxn boyutunda ikinci bir kernel matris ile tekrar konvoliisyon
islemi uygulanir ancak bu defa alt-6rnek elde etmek yerine ¢ekirdek matris i¢indeki verilerden agdaki hiicrelerin
egitiminde kullanilacak ve alt-6rnegi ifade eden 6zellikler segilir. Bu asamada ¢ekirdek boyutu minimum 2x2
boyutunda olmaktadir. Ozellik olarak matris igindeki minimum, maksimum ya da ortalama deger segilebilir.
“Denklem 8” de verilen E; bir 6nceki adimda elde edilen alt-6rnek olmak iizere bu alt-drnekler tizerinde segilen
mxn boyutundaki p kernel matrisi gezdirilerek her bir pencereden “Denklem 9” da oldugu gibi 6zellik degerler
elde edilir. Geleneksel yapay sinir aglar1 kullanilarak gergeklestirilen ¢aligmalarda veri girisi olarak kullanilacak
goriintii izerinde boyut kiicliltme ve 6z-deger elde etme islemi kullanilmaktadir. Ancak ESA modelleri iizerinde
giris verisi iizerinde verinin anlamini1 diisiirmemek i¢in boyut kiicliltme/6z-deger elde etme kullanilmaz. Hatta tam
aksine modelin iyi egitilebilmesi i¢in giiriiltii ekleme gibi 6n-iglemler ile veri genisletilebilir.

Poec = Zi E*p (8)

“ min 9
Byec = { max } E;

Z mean Z

Baglanti Katmani: Bu katman ¢ikis katmanindan bir 6nceki katmandir. ESA modelinde yukarida verilen evirisim
ve havuz katmanlar1 6z-yinelemeli olarak tekrar edilebilir. Secilecek katman sayist agin egitiminde asir1 6grenme
ve eksik 6grenme olusturmayacak sekilde belirlenmelidir.

Cikis Katmami: ESA modelinde elde edilmek istenen sinif sayis1 kadar hiicre bulunan agdaki son katmandir.
Genellikle ¢ikis degerleri yiizdelik tahmini ifade eden {0-1} araligina normalize edilmis degerler olmaktadir.
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3.2. Tekrarlayan Sinir Aglar

Tekrarlayan Sinir Aglar1 (TSA) hafizali aglar olarak bilinirler. Ileri beslemeli ve/veya ok katmanli sinir aglar
anlik giriglere gore ¢ikis tretirler [23]. TSA’lar ise t-1 ve daha onceki ¢ikiglar1 da ag egitiminde kullanirlar. Bu
ozellikleri nedeni ile birbirlerine bagli ardisil verilerden olusan zaman serileri lizerinde daha etkindirler. Bu
baglamda 6geleri birbirine bagli olan metin verileri de zaman serilerine benzedikleri icin TSA aglar1 i¢in daha
uygundurlar. Bu nedenle sohbet robotlari, makine ¢evirisi gibi bircok metin isleme uygulamasinda TSA’lar yaygin
olarak kullanilirlar. TSA’lar bu avantajlarinin yani sira gradyan problemleri ortaya c¢ikarabilmektedir. Bu
dezavantaj gradyan degerinin asir1 biiyiiyerek optimum degerden uzaklasma ya da sifira cok yaklasarak yok olmasi
seklinde gergeklesmektedir. Bu dezavantajlarin giderilmesi i¢in esik deger ya da ag ¢ikisinda Relu gibi dogrusal
olmayan aktivasyon fonksiyonlar1 kullanilabilir [24]. Hochreiter ve Schmidhuber (1997) TSA’lar da yasanan
gradyan problemlerini ¢ozen UKSB algoritmasinmi geligtirmistir [25]. UKSB genellestirilmis bir ¢esidi olan
GTB’ler ise daha kiigiik boyutlu veriler iizerinde kullanilan ve daha kolay egitilebilen yap1 olarak daha basit
hafizali aglardir [26].

3.2.1. Uzun Kisa Siireli Bellek (UKSB)

Sekil 3’te verilen UKSB’ler YSA’larda kullanilan noronlar yerine hafiza bloklart icermektedir. Sekilde
goriildiigii gibi bir UKSB yapisi bir bellek hiicresi (c;) ile giris kapisi (i;), ¢ikis kapisi (0;) ve unutma kapisi (g;)
olmak tizere 3 kapidan olusmaktadir. X,ve h;siras1 ile t anindaki giris ve gizli durumdur. “Denklem 10-15” te
verilen U, W agirlik b ise bias degerleridir (Kim et al., 1997).

X hey X hey

3 o~
input Gate (i, ) Wi Output Gate (0. ) W,

Forget Gate ‘}q,“ W,
|

X hey

Sekil 3. UKSB yapis1 [27]
ge = 0(Uyx + Wyhe_y + by) (10)
it = O'(Uixt + Wiht—l + bl) (11)
¢; = tanh(U X, + W,hy_{ + b,) (12)
Ct =g *Ceo1 Tl * Gt (13)
0 = o(Upxt + Wohe_1 + by) (14)
h; = o, * tanh(c;) (15)

3.2.2. Gegitli Tekrarlayan Birim (GTB)

UKSB ile kiyaslandiginda GTB egitimleri daha kolay, daha genellestirilmis derin 6grenme algoritmalarindan
birisidir. GTB’ler de hafiza birimi se¢imliktir, en 6nemli fark ise unutma kapisinin olmamasidir. Daha basit
olmalarina ragmen kiigiik veri setleri ve bir¢ok problemde UKSB’ye ¢ok yakin performans elde edilebilmekte
bunun yanisira egitimleri daha kolay ve daha az siire almaktadir. Daha kompleks uygulamalarda ve hatirlanmasi
gereken uzun siireli ¢ikislar var ise UKSB’ler daha avantajli olmaktadir.

4. Veri Seti ve Metot

Calismada derin 6grenme algoritmalarinin metin siniflandirma performanslarinin kryaslanmasi igin Tiirk e-
ticaret platformu Hepsiburada firmasinin Kaggle platformunda yayinlanan kullanici yorumlarini igeren veri seti
kullanilmustir [28]. Caligmada kullanilan veri seti 243.000 kullanici yorumunu ve yorumun duygu sinifini (pozitif,
negatif) icermektedir. Veri setinin yaklasik % 98’1 pozitif, % 2’si ise negatif yorumlari igermektedir. Bu yoni ile
oldukga dengesiz bir veri setidir.
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Tablo 1. Hepsiburada veri setine ait 6rnekler [28]

Yorum Simif
etiketi
Logitech M175 Kablosuz Nano Mouse ger¢ek giizel bir {irlin ben memnun kaldim tavsiye ederim sonugta bilindik bir marka | 1
ayraca fiyat bakimindan da uygun
Daha o6nce elimde olan m195 modeline gore ¢ok daha kotii ¢ikti. Kaydirma tekerlegi bi garip bazen islemiyor gibi bir de ¢ok | 0
sesli.Bunun yaninda tiklarken yada gezinirken mi tam anlamadim ama bi gicirt1 g...
Mausum tiklama esnasinda tutukluk yapiyor ayni noktaya birka¢ defa tiklamam gerekiyor anlatacagim bunlar ama 20 kelime | O
sOyleyecek bisey yok maalesef
Uriini siparis ettim.hemen elime gegti.gayet iyi calisiyor.kablolu mause bana gore degil siirekli ¢ocuklar kablosunu | 1
kopariyorlar.bu derten de bu sayede kurtulmus oldum.herkese almasini tavsiye ederim.

Tablo 1°de verilen veri seti 13.676 negatif yorum, 229.821 pozitif yorum igermektedir. En kisa yorumlar
“harika”, “basarili” gibi tek kelimeden olugmaktadir. En uzun yorum ise 329 kelimeden olusmaktadir. Veri
setindeki yorumlarin ortalama kelime sayisi ise 23’tiir. Bu degerler baglac ve bazi noktalamalar atildiktan sonra
elde edilmistir. Veri setinde faydasiz kelime tespiti icin en sik gecen kelimelerin frekansi 6l¢iilmiistiir. Asagida
veri setinde pozitif ve negatif yorumlarda en sik gegen 20 kelime frekans biiyiikliigii sirasina gore verilmistir. Sekil
4’te ise veri setinin kelime bulutu gosterimi verilmistir.

X , 4 -
slcin: deL ;
’_1. 1) > »{ Cikay
O da
; UQ 0 k‘ Va r
Sekil 4. Veri seti kelime bulutu gosterimi ve onerilen yaklagim
4.1. Onerilen Yaklasim

Calismada ayni veri seti iizerinde, ayni kosullar altinda ¢alisma siiresi, bellek ve dogruluk performanslarinin
6l¢iimii igine ESA, UKSB ve GTB kullanilmistir. Onerilen genel yaklasim Sekil 4’te verilmistir.

Tablo 2. Ogrenme modelinde kullanilan hiper parametreler

Noron/hiicre sayisi (ESA, UKSB ve GTB icin aym segilmistir) | Giris Optimizasyon | Budama Aktivasyon
1.katman 2.katman 3.katman 4 katman uzunlugu fonksiyonu
32 16 8 4 50 Adam i Sigmoid, .5

4.2. Degerlendirme

Onerilen yaklasimin degerlendirilmesi igin ¢aligma siiresi ve Tablo 3’te verilen karsitlik matrisi iizerinde elde
edilen performans metrikleri kullanilmistir [30]. Test verileri tizerinde, tahmin ve gercek sinif “1” ise DP, tahmin
ve gercek smif “0” ise DN degeri “1” arttirilir. Eger gercekte negatif olan yorum pozitif olarak tahmin edilmis ise
YP, gergekte pozitif olan yorum negatif olarak tahmin edilmis ise YN degeri 1 arttirilarak bu matris olusturulmakta
ve “Denklem 16-20” da verilen metrik 6lgiiler hesaplanmaktadir. Genel dogrulugun (D) yani sira sirast ile
pozitiflerin dogru tahmin oranin1 (DPO) ve negatiflerin dogru tahmin (YPO) orami yine kargithk matrisi
kullanilarak hesaplanabilmektedir.

Tablo 3. Karsitlik matrisi

Gergek Simif
Model Tahmini DP YP
YN DN

D = (DP + DN)/N (16)
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DPO = DP/(DP + YP) 17)
YPO = DN /(DN + YN) (19)
DD = (DPO +YP0)/2 (20)

4.2. Deneysel Sonuclar ve Dengesiz Veri Seti Yaklasim

Bu caligma IDAP konferansinda sunulan ¢alismanin genisletilmis halidir [13]. Bildiri ¢alismasinda ayni1 veri
seti kullanilarak GTB algoritmasi ile % 95 dogruluk elde edilmistir. Bu ¢alismada ise ayni veri seti i¢in GTB,
UKSB ve ESA algoritmalar1 ayni kosullar altinda kargilastirilmus, hiper parametre iyilestirilmesi ile dogruluk
degeri iyilestirilmis ve dengesiz veri setine 6zgii yaklasim gelistirilerek tiim performans metrikleri iyilestirilmistir.

Kaggle platformunda yayinlanan e-ticaret platformu Hepsiburada kullanici yorumlari veri seti ile elde edilen
deneysel sonuglara ait karsilagtirma matrisleri ve metrik performans degerleri Tablo 4’te toplu olarak
gosterilmistir. En yiiksek dogruluk GTB yontemi kullanilarak % 95.9 olarak elde edilmistir. Ancak veri seti % 98
oraninda pozitif yorum i¢eren olduk¢a dengesiz bir setidir bu nedenle en iyi YPO degeri GTB ile % 69 olarak elde
edilebilmistir. En yiikksek DPO ise UKSB kullanilarak % 97.8 olarak elde edilmistir. Goriintii isleme
uygulamalarinda dengesiz veri setleri lizerinde baskin sinifin agagi 6rneklenmesi ya da azinlik sinifin yukart
orneklenmesi ile veri seti dengeli hale getirildiginde daha basarili sonuglar elde edilebilmektedir [29].

Azinlik sinifin yukar1 6rneklenmesi bu veri setinde miimkiin degildir. Baskin sinifin agagi 6rneklenmesi
durumunda ise veri seti boyutu oldukea kiigiilecek ve model yeterince 6grenemeyecektir.

Bu uygulama i¢in pozitif yorumlarda gecen kelimelerin siklik frekans dlgtimleri yapilarak en sik gecen 20
kelime pozitif yorumlardan ¢ikarilmstir. Vektorlestirme islemi her ne kadar sik gegen kelimeleri diisiik agirliklarla
agirliklandirmis olsa da Ogrenme modelinin negatif yorumlart yeterince Ogrenemedigi ¢ikarimi deneysel
sonu¢lardan elde edilmistir. Bu baglamda gelistirilen basit yaklasim “Denklem 21” de oldugu gibi pozitif
yorumlart igeren C, kiilliyatindan en sik gegen 20 kelime olan Cpy, ¢ikarilmistir. Bu yaklagimla yeniden egitilen
modelde YPO orani1 ESA ile % 92 olarak gergeklesmistir. Modelin egitim tur sayisi, kayip fonksiyonu ve giris
kelime uzunlugu gibi hiper parametreler deneysel gozlemlere dayali olarak iyilestirilmistir. Egitim siireleri goz
Ontine alindiginda en hizli algoritma ESA, en yavas algoritma ise UKSB’dir. Tablo 4-6’da elde edilen en iyi
sonuglar okunabilirlik i¢in koyu gosterilmistir. Tabloda Dogruluk, DPO ve YPO yani sira “Denklem 20°’de verilen
ve DPO ve YPO degerlerinin toplaminin ikiye boliimiinden elde edilen dengelenmis dogruluk degeri (DD) de
verilmistir. Bu baglamda en iyi DD GTB ile % 83 olarak elde edilmistir. Dengesiz veri seti i¢in ile onerilen basit
yaklasim ile bu deger ESA ile % 95.5 degerine, DPO % 99 degerine iyilestirilmistir.

Cpn={bir, ve, ¢ok, bu, i¢in, iriin, iyi, tavsiye, giizel, daha, da, ama, gayet, hizl1, ederim, olarak, gibi, {irlin, elime}
Cp =Cp—Cpy (21)

Tablo 4. GTB algoritmasi igin deneysel sonuglar ve Karsitlik matrisleri

Tahmin Edilen Simflar Gerg¢ek Simiflar
1-tur 10-tur 16-tur
Yontem 68677 4373 67544 1829 67481 1784
0 0 1133 2544 1196 2589

D .94 .959 .959
GTB DPO .94 .973 974

YPO - .691 .684

DD .832 .829
GTB + 68308 953 68295 693 68300 762
Dengesiz 369 3420 382 3680 377 3611
veri seti | D .981 .985 .984
yaklagimi DPO .986 .989 .988

YPO .90 .905 .905

DD .943 .947 .944

Tablo 4’te en sik gecen kelimelerin pozitif yorumlar igeren veri kiimesinden ¢ikarilmadan ve ¢ikarildiktan
sonra egitilen modele ait sonuglar1 GTB algoritmasi i¢in verilmistir. Modelin dogruluk degeri % 95.9°tan % 98.5’e,
YPO orant % 69.1°den % 90’a, DD ise % 83’ten % 94’¢ iyilestirilmistir.
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Tablo 5. UKSB algoritmasi i¢in deneysel sonuglar ve karsitlik matrisleri

Tahmin Edilen Siniflar Gergcek Siiflar
1-tur | 10-tur 16-tur
UKSB 68677 4373 66926 1490 67360 1874
0 0 1751 2883 1317 2499

D .94 .955 .956

DPO .94 .978 972

YPO - .622 .654

DD - .8 .81
UKSB + 68431 1660 68173 677 68133 644
Dengesiz 246 2713 504 3696 544 3729
veri seti | D 973 .983 .983
yaklagimi DPO 976 .99 .99

YPO 916 .88 .87

DD .946 .935 .93

Tablo 5’te en sik gegen kelimelerin pozitif yorumlari igeren veri kiimesinden ¢ikarilmadan ve ¢ikarildiktan
sonra egitilen modele ait sonucglart UKSB algoritmasi igin verilmistir. UKSB algoritmast ile egitilen modelin
dogruluk degeri % 95.5’ten % 98.3’¢, YPO oran1 % 62.1°den % 88’e, DD ise % 80’den % 93.5’¢ iyilestirilmistir.

Tablo 6. ESA algoritmasi igin deneysel sonuglar ve karsitlik matrisleri

Tahmin Edilen Simflar Gergek Simiflar
1-tur | 10-tur 16-tur
ESA 68677 4373 67302 2017 67543 2355
0 0 1375 2356 1134 2018

D .94 .953 .952

DPO .94 .97 .966

YPO - .631 .64

DD - .8 .8
ESA + 68583 2411 67996 646 68386 874
Dengesiz 94 1962 681 3727 291 3499
veri seti | D .965 .981 .984
yaklagim DPO .966 .99 .987

YPO .954 .845 .923

DD .96 917 .955

Tablo 6’da en sik gegen kelimelerin pozitif yorumlari igeren veri kiimesinden ¢ikarilmadan ve ¢ikarildiktan
sonra egitilen modele ait sonuglart ESA algoritmasi i¢in verilmistir. ESA algoritmasi ile egitilen modelin dogruluk
degeri % 95.3’ten % 98.1°¢, YPO oran1 % 63.1’den % 84.5’¢, DD ise % 80°den % 91.7’ye iyilestirilmistir

5. Sonuglar ve Gelecek Calismalar

Bu caligmada metin siniflandirma problemi igin ayni kosullar altinda ESA, GTB ve UKSB derin 6grenme
algoritmalarinin performanslar1 karsilastirilmistir. Calismada kullanilan veri seti % 98 olumlu, % 2 olumsuz yorum
iceren oldukga dengesiz bir setidir, bu yonii ile model makine 6grenmesi ile egitilmeden tiim yorumlarin olumlu
olarak etiketlenmesi durumunda bile % 98 dogrulukla ¢alisacak ancak bu durumda iiriinlerden memnun olmayan
miigteri kitlesi ve sikayet edilen iriinler tespit edilememis olunacaktir. Goriintii isleme uygulamalarinda dengesiz
veri seti igeren ¢aligsmalarda baskin sinifin asag1 6rneklenmesi prensibine dayanan basit bir yaklagim bu ¢alismada
kullanilmig ve onerilen yaklagim giiniimiizde yaygin olarak kullanilan ii¢ farkli derin 6grenme algoritmasi ile test
edilmistir. Onerilen yaklasimla baskin sinifta en sik gegen kelimeler egitim veri setinden ¢ikarilarak, azinlik sinifa
ait 6rneklerin daha iyi taninmasi amaglanmistir. Yaklasimin test edildigi ti¢ algoritmada da smiflandirma
degerlerinin iyilestigi goriilmiistiir. Ozellikle olumsuz yorumlarin dogru siniflandiriimasini gdsteren YPO metrik
degeri oldukca tatmin edici 6lgiide iyilestirilmistir. Sonug olarak dengesiz veri setine sahip duygu siniflandirma
problemleri igin baskin sinifin asagi 6rneklenmesinin siniflandirma metrik degerlerini iyilestirdigi deneysel
caligmalar yapilarak goriilmiistiir. Gelecekte dengesiz metin veri seti i¢indeki azinlik siniflart etkin 6grenecek
cekigmeli iiretici derin 6grenme algoritmalari kullanan yaklagimlarin gelistirilmesi planlanmaktadir.
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